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1. Introducere 

În prezent, blocajele şi piedicile în calea 
progresului ştiinţific nu mai apar în zona 
achiziţiei de date, ci în posibilităţile de analiză 
a acestora. Datorită furnizării continue de date 
diverse de la tot mai multe reţele de senzori, 
telescoape, experimente ştiinţifice şi 
instrumente cu rate înalte de transfer, seturile 
de date disponibile pentru cercetare cresc 
exponenţial. Tehnicile şi tehnologiile clasice de 
stocare şi analiză nu mai pot opera eficient în 
acest nou context. Provocările se mută din zona 
capturii de date şi a activităţilor de gestionare 
şi întreţinere a lor, spre analiza şi vizualizarea 
acestora. Existenţa seturilor de date masive 
(Big Data) reprezintă atât o oportunitate, 
deoarece sunt posibile perspective mai 
profunde când volumul datelor disponibile este  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

mai mare, cât şi o provocare, deoarece de 
multe ori metodologiile actuale nu sunt 
adecvate gestionării seturilor extrem de mari de 
date, fiind deci necesară găsirea de noi soluţii. 

Domeniul visual analytics (VA) caută să 
pună la dispoziţia oamenilor mijloace mai bune 
şi mai eficiente pentru analiza şi înţelegerea 
seturilor mari de date pe baza tehnicilor de 
vizualizare şi explorare pentru extragerea 
informaţiei şi a cunoştinţelor din acestea, 
permiţându-le să ia decizii şi să acţioneze 
imediat în baza celor descoperite, în timp real. 
Visual analytics integrează capabilităţile 
analitice ale calculatorului cu abilităţile 
analistului uman, oferindu-i acestuia 
posibilitatea să preia controlul procesului 
analitic şi facilitând descoperiri şi/sau 
perspective noi, surprinzătoare. 
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Lucrarea de faţă prezintă o imagine 
generală asupra a ceea ce numim astăzi visual 
analytics, cu abordările şi tendinţele specifice 
şi detalierea raportului între vizualizarea 
datelor masive (Big Data) şi visual analytics. 
Sunt acoperite aspecte privind împletirea 
tehnicilor de vizualizare a datelor masive cu 
tehnologiile de management şi metodele 
automate de explorare şi analiză avansată a 
acestora, cu implicarea decisivă a utilizatorului 
uman în lanţul de acţiuni şi procesări specifice 
visual analytics pentru descoperirea şi 
extragerea de informaţii şi cunoştinţe 
„ascunse” în date, utilizabile în elaborarea şi 
formularea de evaluări şi concluzii suport 
pentru decizie şi acţiune imediată. 

În continuarea lucrării, în secţiunea 2 sunt 
redate sintetic câteva dintre ideile principale 
referitoare la definiţia, metoda / procesul şi 
componentele visual analytics, rezultate din 
proiectul VisMaster – acţiune de coordonare 
din cadrul programului Future and Emerging 
Technologies (FET), al Programului Cadru 7 al 
Uniunii Europene pentru Cercetare şi 
Dezvoltare Tehnologică [1]. În secţiunea 3 sunt 
trecute în revistă câteva domenii de aplicaţie 
pentru visual analytics. Secţiunea 4 prezintă o 
imagine asupra situaţiei actuale prin câteva 
produse open source şi comerciale de VA. 
Secţiunea 5 rezumă o perspectivă asupra 
abordărilor şi tendinţelor în VA, probleme, 
provocări, oportunităţi şi potenţiale soluţii şi 
dezvoltări aşteptate, conform [2]. Lucrarea se 
încheie cu o secţiune de concluzii. 

2. Vizualizare şi Visual Analytics 

De cele mai multe ori, datele brute nu au o 
valoare în sine, pentru majoritatea aplicaţiilor 
trebuind extrasă cumva informaţia conţinută în 
acestea. Astăzi, achiziţia datelor brute nu mai 
reprezintă o problemă, dimpotrivă, ajungându-
se adesea la ceea ce se numeşte problema 
supraîncărcării cu informaţie (information 
overload). Apare riscul ca aceasta să fie în 
mare parte irelevantă pentru o anumită sarcină, 
sau să fie procesată sau prezentată nepotrivit, 
sau să rămână nevalorificată deşi ar fi utilă. 

Datele brute trebuie să fie transformate, 
prin aplicarea unor metode şi modele adecvate, 
în informaţii şi cunoştinţe semnificative, 
inteligibile, utilizabile. Pentru aceasta este 
necesar să se stabilească: 

• cine / ce defineşte relevanţa informaţiei 
pentru o anumită sarcină; 

• cum pot fi identificate procedurile adecvate 
/ neadecvate într-un proces complex de 
luare a deciziilor; 

• cum poate fi prezentată informaţia 
rezultată într-un mod orientat pe decizie 
sau orientat pe sarcină; 

• ce tipuri de interacţiuni pot facilita 
rezolvarea problemei şi luarea deciziilor. 

Ţelul visual analytics este de a transforma 
supraîncărcarea cu informaţie într-o 
oportunitate, utilizând vizualizarea pentru a 
face modul de procesare a datelor şi 
informaţiilor transparent pentru un discurs 
analitic. Prin vizualizarea acestor procese se 
oferă posibilitatea examinării nu numai a 
rezultatelor, ci şi a proceselor efective, 
furnizând şi mijloace de comunicare despre 
acestea în loc de a rămâne în final doar cu 
rezultatele. Visual analytics facilitează astfel 
evaluarea constructivă, corecţia şi 
îmbunătăţirea rapidă a proceselor şi modelelor 
şi, în final, extragerea cunoştinţelor din date şi 
luarea deciziilor bazate pe acestea. 

Visual analytics furnizează tehnologii care 
permit împletirea capacităţilor analitice umane 
cu cele computaţionale în procesarea datelor. 
Vizualizarea capătă noi valenţe, devenind 
mediul unui proces analitic semiautomat, 
interactiv, în care oameni şi calculatoare 
cooperează fiecare cu capabilităţile lor 
distincte pentru obţinerea celor mai bune 
rezultate. Utilizatorul rămâne autoritatea 
decisivă în direcţionarea analizei. Sistemul 
trebuie să ofere mijloacele efective de 
interacţiune pentru focalizarea sarcinilor 
specifice. În multe aplicaţii, în decursul 
lanţului de procesări de la date la decizie pot 
participa mai multe persoane. O reprezentare 
vizuală va schiţa acest lanţ şi va furniza o 
referinţă pentru colaborarea acestora de-a 
lungul diferitelor sarcini şi la diferite niveluri 
de detaliere. Cercetarea visual analytics este în 
esenţă interdisciplinară, combinând diferite 
domenii de cercetare relaţionate, cum sunt: 
vizualizarea, explorarea datelor (data mining), 
managementul datelor (data management), 
fuzionarea datelor (data fusion), statistica şi 
ştiinţa cognitivă (cognitive science), 
interacţiunea om-calculator (human-computer 
interaction - HCI), între altele. Deoarece visual 
analytics este o disciplină integratoare, ariile 
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de cercetare specifice aplicaţiilor pot contribui 
la procedurile şi modelele existente. 
Comunităţile de cercetare provenind din zone 
foarte orientate pe aplicaţie, lucrează la soluţii 
specifice utilizând instrumente şi standarde 
specifice domeniului respectiv. Cerinţele visual 
analytics introduc noi dependenţe între aceste 
domenii. Integrarea disciplinelor amintite mai 
sus în visual analytics va genera un set de 
concepte şi teorii bine stabilite şi general 
acceptate, permiţând oricărei evoluţii dintr-o 
disciplină să aibă impact asupra întregului 
domeniu al visual analytics. 

2.1 Definiţia Visual Analytics 

Tehnicile de analiză automată, cum sunt 
statistica şi explorarea datelor (data mining), s-
au dezvoltat independent de tehnicile de 
vizualizare şi interacţiune. Astăzi, în cercetarea 
visual analytics, s-a trecut de la analiza 
confirmatorie a datelor, utilizând vizualizări 
exclusiv pentru prezentarea rezultatelor 
ipotezelor / modelelor generate, la analiza 
exploratorie a datelor, implicând interacţiunea 
utilizatorului cu datele şi rezultatele. 

Odată cu îmbunătăţirile interfeţelor grafice 
utilizator şi a dispozitivelor de interacţiune, au 
fost dedicate eforturi importante vizualizării 
informaţiei. A fost facilitată astfel integrarea 
utilizatorului în procesele de descoperire a 
cunoştinţelor şi de explorare a datelor (data 
mining) prin tehnici de vizualizare eficace şi 
eficiente, capabilităţi de interacţiune şi transfer 
de cunoştinţe. Aceasta a condus la ceea ce se 
numeşte explorarea vizuală a datelor (visual 
data mining). 

Termenul visual analytics este utilizat 
astăzi într-un context mai larg, descriind un 
nou domeniu multidisciplinar, care combină 
diferite arii de cercetare, incluzând: vizuali-
zarea, interacţiunea om-calculator, analiza 
datelor, managementul datelor, procesarea 
datelor geospaţiale şi temporale, suportul 
pentru decizia spaţială şi statistica. 

O definiţie iniţială pentru visual analytics a 
fost: „ştiinţa raţionamentelor analitice facilitate 
de interfeţe vizuale interactive” [3]. O definiţie 
mai specifică poate fi: „visual analytics 
combină tehnici de analiză automată cu 
vizualizări interactive pentru înţelegerea 
efectivă, elaborarea de raţionamente şi luarea 
deciziilor pe baza seturilor de date masive şi 
complexe” [4]. 

Scopul visual analytics este acela de a 
permite utilizatorilor, prin instrumente şi 
tehnici specifice, să: 

• sintetizeze informaţia şi să deducă 
perspective din date masive, dinamice, 
ambigue şi adesea conflictuale (modelare); 

• detecteze ce era de aşteptat (validare) şi să 
descopere lucruri (modele) surprinzătoare; 

• furnizeze evaluări (pe baza ipotezelor / 
modelelor generate) în timp util, 
sustenabile şi inteligibile; 

• comunice efectiv aceste evaluări. 

2.2 Procesul Visual Analytics 

Procesul visual analytics combină metode 
de analiză automată şi vizuală, înlănţuite prin 
interacţiunea umană, pentru extragerea 
cunoştinţelor din date masive. Figura 1 
prezintă diferitele etape ale unui proces visual 
analytics şi tranziţiile între acestea. 

În multe scenarii de aplicaţie, sunt utilizate 
surse de date eterogene care trebuie integrate 
înainte de a putea fi aplicate metode vizuale 
sau automate. Prin urmare, primul pas este 
adesea reprezentat de preprocesarea şi 
transformarea datelor pentru obţinerea de 
diferite reprezentări pentru explorări ulterioare. 
Alte sarcini de preprocesare includ curăţirea 
datelor, normalizare, grupare (clusterization), 
sau integrarea surselor de date eterogene. 

După transformare, analistul poate alege 
între aplicarea metodelor vizuale sau, 
respectiv, automate de analiză. Dacă este 
utilizată mai întâi o metodă automată, sunt 
aplicate metode de explorare a datelor (data 
mining) pentru generarea modelelor datelor 
originale. Odată creat un model, analistul 
trebuie să-l evalueze şi să-l rafineze, ceea ce se 
poate realiza cel mai bine prin interacţiune cu 
datele. Vizualizările îi permit să interacţioneze 
apoi cu metodele automate prin modificarea 
parametrilor sau prin selectarea altor algoritmi. 
Vizualizarea poate fi apoi utilizată din nou  
pentru evaluarea constatărilor modelelor 
generate. Alternarea între metode vizuale şi 
automate este caracteristică pentru procesul 
visual analytics şi conduce la o rafinare 
continuă şi la verificarea rezultatelor 
preliminarii. Pot fi astfel descoperite într-o 
etapă incipientă eventuale rezultate înşelătoare, 
în paşii intermediari.  
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Dacă este efectuată mai întâi explorarea 
vizuală,  utilizatorul  trebuie să confirme apoi 
printr-o analiză automată ipotezele astfel 
generate. Interacţiunea utilizatorului cu 
vizualizarea este necesară pentru a releva 
informaţia importantă, de exemplu prin mărire 
(zoom) a diferitelor zone de date, sau prin 
considerarea unor observări vizuale diferite 
asupra datelor. Constatările din vizualizări pot 
fi utilizate pentru a ghida construirea modelului 
în analiza automată. 

În rezumat, în procesul visual analytics, 
cunoştinţele pot fi obţinute din vizualizare, din 
analiză automată, precum şi din interacţiuni 
precedente între vizualizări, modele şi analistul 
uman. 

Procesul visual analytics urmăreşte 
împletirea strânsă a metodelor de analiză 
automată cu reprezentări vizuale interactive. 
Sintetic, un proces visual analytics constă în 
secvenţa: 1) – mai întâi analiză; 2) – 
vizualizare a lucrurilor importante; 3) – 
zoom/filtrare; 4) – analiză mai departe; 5) – 
detalii la cerere. 

2.3 Componentele Visual Analytics 

În cadrul visual analytics sunt integrate 
ştiinţa şi tehnologia din mai multe discipline, 
aşa cum este reprezentat în Figura 2. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

Vizualizarea (visualization) 

Poate fi împărţită grosier în vizualizare 
ştiinţifică şi vizualizare a informaţiilor. 
Vizualizarea ştiinţifică se ocupă în primul rând 
de vizualizarea 3-D a datelor din lumea 
ingineriei, din biologie, meteorologie, 
astronomie etc., cu scopul reprezentării 
acestora, care adesea conţin şi o dimensiune 
temporală, ca entităţi fizice sugestive cum ar fi: 
suprafeţe, volume şi fluxuri. Vizualizarea 
informaţiilor a dezvoltat metode pentru 
vizualizarea datelor abstracte atunci când nu 
există referinţe spaţiale explicite. Dintre 
exemplele tipice enumerăm: datele de business, 
demografice, ştiinţifice şi din reţelele sociale. 
Nu numai că vorbim în astfel de cazuri de 
volume uriaşe de date, dar, de cele mai multe 
ori şi de sute de dimensiuni. De asemenea, pe 
lângă tipuri de date numerice şi de tip text 
standard, aceste dimensiuni pot fi reprezentate 
de tipuri de date complexe cum ar fi grafică, 
video, sunet, precum şi alte tipuri sofisticate de 
date definite pentru web semantic. 

Capacitatea de interacţiune cu datele este 
foarte importantă. Au fost dezvoltate noi 
vizualizări cum ar fi: coordonate paralele, hărţi 
arborescente, reprezentări vizuale ale datelor 
pictografice sau bazate pe pixeli etc., împreună 
cu o varietate de tehnici pentru reducerea 
densităţii datelor la afişare. 

     Explorare vizuală a datelor 
 

            Interacţune a 
    Vizualizare          utilizatorului 

        Mapare 
     Transformare 

             Vizualizare 
 model  

           Date                 Cunoştinţe 
              Construcţie 

       model 
 

  Explorare 
   a datelor  

             Modele 
             Rafinare a 
            parametrilor 

 
   Analiză automată a datelor 

 
Buclă de feedback  

Figura 1. Procesul visual analytics este caracterizat prin 
 interacţiuni între date, vizualizări, modele despre date şi utilizatori cu scopul 

descoperirii de cunoştinţe (adaptare după [1]) 
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Există de asemenea tehnici speciale pentru 
vizualizarea datelor structurate, cum ar fi 
abordările bazate pe grafuri pentru reţele şi 
pentru vizualizarea dimensiunilor spaţiale şi 
temporale în cazul geovizualizării. Mai mult, 
unele vizualizări utilizează tehnici de analiză 
automată a datelor (de ex. clusterizare, 
reducere dimensională) ca preprocesare 
anterioară vizualizării. 

Managementul datelor  
(data management) 

Managementul eficient al datelor de tipuri 
şi calităţi diferite reprezintă o componentă 
cheie a visual analytics, deoarece furnizează în 
mod tipic datele de intrare care trebuie 
analizate. În general, o precondiţie necesară 
pentru efectuarea oricărui tip de analiză de date 
este aceea de a dispune de o bază de date 
integrată şi consistentă. Cercetările în domeniul 
bazelor de date s-au concentrat până de curând 
mai cu seamă pe aspecte legate de eficienţa şi 
scalabilitatea unor căutări exacte pe date 
structurate uniforme. Odată cu dezvoltarea 
Internetului, care a facilitat accesul la diferite 
surse de date de tipuri variate, accentul în 
cercetarea din domeniul bazelor de date s-a 
mutat către integrarea acestor date eterogene. 

Găsirea unor reprezentări eficace pentru 
diferite tipuri de date cum ar fi date numerice, 
grafuri, text, semnale audio şi video, date 
semistructurate, reprezentări semantice etc., 
reprezintă o problemă cheie pentru tehnologiile  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

moderne de baze de date. Pe de altă parte, 
existenţa datelor eterogene nu necesită numai 
integrarea mai multor tipuri de date şi formate, 
ci necesită, de asemenea, curăţirea datelor 
deoarece apar situaţii cu valori de date lipsă 
sau imprecise. Aplicaţiile moderne necesită ca 
astfel de fuzionări inteligente de date să poată 
fi realizate aproape în timp real şi pe cât posibil 
în mod automat. De asemenea, noi forme de 
surse de informaţii cum ar fi sursele de fluxuri 
de date, reţelele de senzori sau extragerea 
automată a informaţiei din colecţii mari de 
documente (de ex. text, HTML) conduc la o 
problemă dificilă de analiză a datelor. Aceasta 
constituie obiectul focalizării actuale a 
cercetărilor în domeniul bazelor de date. 
Tehnicile de management al datelor utilizează 
din ce în ce mai mult şi tehnici de analiză a 
datelor şi de vizualizare pentru optimizarea 
proceselor şi informarea utilizatorului. 

Explorarea datelor (data mining) 

Disciplina explorării datelor dezvoltă 
metode computaţionale pentru extragerea 
automată a informaţiei relevante din datele 
brute prin intermediul algoritmilor de analiză 
automată. În timp ce analiza datelor s-a 
dezvoltat iniţial pentru date structurate, 
cercetările recente tind spre analiza unor date 
semistructurate şi complexe, ca documentele 
web, sau datele multimedia. În aproape toţi 
algoritmii de analiză a datelor trebuie 
specificaţi o serie de parametri, ceea ce 
adeseori nu este tocmai trivial şi necesită 

 
      Infrastructură 

 
 

    Percepţie şi cunoaştere 
    umană 

 
 

            Management          Vizualizare   Explorare 
                   date           date 

 
 

     Analiză date 
    spaţio-temporale 

 
 

    Evaluare 

 
Figura 2. Visual analytics integrează vizualizarea cu discipline adiacente şi depinde de  

disponibilitatea unei infrastructuri adecvate şi 
 a unor faciltăţi de evaluare (adaptare după [1]) 



 

http://www.rria.ici.ro       Revista Română de Informatică şi Automatică, vol. 27, nr. 2, 2017 10

supervizarea de către un expert uman. 
Vizualizarea interactivă poate facilita aceasta 
şi, de asemenea, poate fi utilizată pentru 
prezentarea rezultatelor analizei automate – aşa 
numita explorare vizuală a datelor. 

Analiza datelor spaţio-temporale (spatio-
temporal data analysis) 

Datele spaţiale sunt date cu legături cu 
lumea reală, cum ar fi măsurători geografice, 
date de poziţionare GPS şi date de la aplicaţii 
cu senzori la distanţă, care pot fi reprezentate 
pe o hartă sau diagramă. Găsirea relaţiilor 
spaţiale şi a tiparelor în aceste date prezintă un 
interes special şi necesită dezvoltarea unor 
funcţii de management, reprezentare şi analiză. 
Datele temporale pe de altă parte, sunt o 
funcţie de timp, valorile variabilelor din date 
putându-se modifica de-a lungul timpului. 
Sarcinile importante de analiză în acest caz 
includ identificarea tiparelor, tendinţelor şi 
corelaţiilor elementelor de date în timp. 

Percepţia şi cunoaşterea (perception and  
cognition) 

Percepţia şi cunoaşterea reprezintă latura 
(mai) umană a visual analytics. Percepţia 
vizuală este mijlocul prin care oamenii 
interpretează lumea înconjurătoare şi în acest 
context, imaginile de pe ecranul unui 
calculator. Cunoaşterea este abilitatea de a 
înţelege această informaţie vizuală, de a face 
deducţii / inferenţe logice, bazate în mare 
măsură pe învăţări anterioare. Cunoştinţele 
despre cum „gândim vizual” sunt importante în 
proiectarea interfeţelor utilizator şi, împreună 
cu experienţa practică din domeniul 
interacţiunii om-calculator, vor fi de ajutor în 
crearea de metode şi instrumente pentru 
proiectarea unor tehnici de interacţiune 
multimodale bazate pe percepţie pentru 
vizualizarea şi explorarea spaţiilor de 
informaţii mari, precum şi pentru evaluarea 
utilizabilităţii acestui tip de sisteme. 

3. Domenii de aplicaţie 

Visual analytics (VA) este esenţial în 
domeniile de aplicaţie unde trebuie procesate şi 
analizate spaţii vaste de date pentru extragerea 
de informaţii şi cunoştinţe din acestea. 

Dintre principalele domenii de aplicaţie, 
astrofizica oferă multe oportunităţi tehnicilor 

visual analytics: volume masive de date 
nestructurate, provenind din diferite direcţii ale 
spaţiului şi acoperind întreg spectrul de 
frecvenţe, de la fluxuri continue de terabytes de 
date care pot fi înregistrate şi analizate. Prin 
tehnici obişnuite de analiză a datelor, 
astronomii pot separa datele relevante de 
zgomot, pot analiza similarităţi sau modele / 
şabloane repetitive complexe şi obţine 
cunoştinţe utile despre univers. Abordarea 
visual analytics facilitează procesul de 
identificare a fenomenelor neaşteptate în 
fluxurile masive şi dinamice de date, care altfel 
nu ar fi putut fi găsite prin intermediul 
algoritmilor standard. 

Monitorizarea mediului şi a climei 
reprezintă de asemenea domenii care implică 
volume uriaşe de date colectate de senzori de 
pe întreg globul şi din sateliţi, continuu, la 
intervale scurte de timp. O abordare vizuală 
poate ajuta la interpretarea acestor volume 
masive de date şi la căpătarea unei înţelegeri 
asupra dependenţei factorilor de climă şi a 
scenariilor de modificare a climei, care altfel 
nu ar fi putut fi uşor identificate. În afară de 
prognoze ale vremii, aplicaţiile actuale vizează 
încălzirea globală, topirea gheţii la poli, 
subţierea stratului de ozon din stratosferă, 
avertizările de uragane şi tsunamiuri. 

În domeniul managementului situaţiilor de 
urgenţă, visual analytics poate fi de ajutor în 
determinarea evoluţiilor şi identificarea 
măsurilor ce trebuie luate pentru limitarea 
pagubelor (de ex. necesitatea unor construcţii 
fizice sau a evacuării populaţiei). Astfel de 
scenarii pot include catastrofe naturale sau 
meteorologice cum ar fi inundaţii sau valuri 
mari, activitate vulcanică, furtuni, incendii sau 
epidemii, dar şi catastrofe tehnologice generate 
de om, cum ar fi accidente industriale, de 
transport sau poluare. Visual analytics pentru 
securitate şi geografie reprezintă de asemenea 
domenii importante de cercetare. Aplicaţiile 
pot acoperi soluţii informatice antiterorism, 
supravegherea şi protecţia graniţelor, 
detectarea traseelor (path detection), sau 
securitatea reţelelor informatice. 

Visual analytics permite investigarea şi 
detectarea similarităţilor şi/sau a anomaliilor în 
seturi foarte mari de date. De exemplu, 
conform [1], la nivel european, Europe Media 
Monitor (https://ec.europa.eu/jrc/en/scientific-
tool/europe-media-monitor-newsexplorer) 
colectează documente din câteva mii de surse 
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de ştiri: portaluri media, site-uri web 
guvernamentale şi agenţii de ştiri şi procesează 
sute de mii de articole pe zi, în 43 de limbi. În 
biologie şi medicină, tomografia computerizată 
şi imagistica cu ultrasunete pentru 
reconstrucţia şi vizualizarea digitală 3-D 
produce gigabytes de date medicale. Domeniul 
de aplicaţii bioinformatice utilizează tehnici 
visual analytics pentru analiza unor mari 
cantităţi de date biologice (de ex. cazul 
proiectului genomului uman, cu 3 miliarde de 
perechi de bază per individ). 

4. Situaţia actuală 

Sistemele pentru cercetare şi comerciale în 
domeniul explorării şi vizualizării datelor 
disponibile astăzi pot fi clasificate astfel: 

• instrumente statistice şi matematice; 

• instrumente algoritmice specifice; 

• biblioteci pentru visual analytics; 

• instrumente pentru explorare vizuală a 
datelor; 

• instrumente şi pachete web; 

• instrumente pentru vizualizare ştiinţifică; 

• metode combinate; 

• proiectare orientată pe informaţii computa-
ţionale. 

Există mai multe tehnici şi seturi de 
instrumente (toolkits) pentru visual analytics 
(VA) de tip open source care au fost dezvoltate 
în mediul academic [5]. Pe partea comercială 
[6], de asemenea, un larg spectru de companii, 
de la cele specializate pe descoperirea datelor, 
ca: Tableau, QlikTech şi TIBCO, la corporaţii 
internaţionale ca: IBM, Microsoft, Oracle şi 
SAP, a dedicat eforturi importante pentru 
cumpărarea şi/sau dezvoltarea unor produse 
proprii de analiză dedicate Big Data. De ex.: 
IBM a cumpărat Cognos, Oracle a achiziţionat 
Siebel şi Hyperion, SAP a cumpărat Business 
Objects, iar TIBCO, Spotfire, în timp ce SAS a 
dezvoltat JMP, iar Microsoft, Sharepoint, 
Teradata şi PowerPivot, dar şi SQL Server BI, 
care au devenit produse cheie pe piaţă. Dintre 
seturile de instrumente open source, fiecare 
acoperind un set specific de funcţionalităţi de 
vizualizare, analiză şi interacţiune, enumerăm: 
InfoVis Toolkit [7], Prefuse [8], Improvise [9] 
şi JUNG [10]. Aceste seturi de instrumente pot 

fi utilizate în dezvoltarea de aplicaţii VA noi. 
O alternativă poate fi utilizarea de sisteme 
software comerciale, de sine stătătoare, sau 
integrate în infrastructuri informatice existente, 
cum sunt, de ex.: Tableau [11], Spotfire [12], 
QlikView [13], JMP (SAS) [14], ADVIZOR 
[15], Centrifuge [16] şi Visual Analytics [17]. 

În ceea ce priveşte managementul datelor, 
funcţionalităţile sistemelor comerciale VA pot 
fi împărţite în următoarele categorii: 1) de 
management al datelor (încărcare, integrare, 
opţiuni de export sau prezentare); şi 2) de 
manipulare a datelor (preprocesare, curăţare, 
transformare, aspecte de utilizabilitate). Din 
punct de vedere al funcţionalităţilor de 
management al datelor, majoritatea sistemelor 
de VA permit conectarea la sisteme de baze de 
date relaţionale (SQL, PostrgreSQL, Oracle). 
Puţine însă permit acces la sisteme de stocare 
scalabile vertical (Hadoop, Vertica – orientate 
coloană, Mongo-DB – orientat document), sau 
la sisteme de baze de date la cerere, bazate pe 
web (Amazon S3 şi Salesforce Datbase System 
– Non-SQL şi orientate obiect). Din punct de 
vedere al datelor de intrare structurate şi/sau 
nestructurate suportate, majoritatea sistemelor 
şi instrumentelor de VA suportă formate ca: 
text brut (CSV) şi Microsoft Excel, dintre cele 
mai utilizate. Totodată, majoritatea sistemelor 
permite accesul simultan la mai multe surse de 
date şi oferă posibilităţi de procesare pentru 
unificarea datelor şi consolidarea surselor 
respective. Pe de altă parte, scrierea 
rezultatelor înapoi în baza de date este un 
mecanism rar implementat (de ex. de Tableau, 
JMP şi Visual Analytics). Prezentarea 
rezultatelor se face de regulă prin panouri de 
control (dashboards), interactive, fie găzduite 
local (pe servere securizate), fie pe serverele 
furnizorului soluţiei VA, prin accesare web site 
HTML sau Adobe Flash. Mobilitatea este de 
asemenea un aspect actual foarte important 
pentru sistemele de VA comerciale. De ex., 
Tableau, Spotfire, QlikView şi JMP oferă 
posibilitatea accesării panourilor de comandă 
interactive de prezentare pe tablete sau 
telefoane inteligente, prin protocol HTML5. 
După încărcare, adesea este necesar un pas de 
curăţare şi transformare a datelor (de ex. pentru 
gestionarea situaţiilor valorilor lipsă sau nule, 
normalizarea datelor după una sau mai multe 
dimensiuni etc.). Majoritatea sistemelor 
comerciale permit opţiuni pentru manipularea 
datelor cu ajutorul unor limbaje de expresii 
proprietare (de ex. VizQL în cazul Tableau). 
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Dintre principalele operaţiuni de manipulare a 
datelor, comune sistemelor VA, menţionăm: 
calcularea de coloane, din linii ale bazelor de 
date, combinarea liniilor sau coloanelor într-
una singură, cuplări (joins) sau cuplări pe 
tabele filtrate. Majoritatea sistemelor de VA 
comerciale au dificultăţi în cuplarea tabelelor 
filtrate după opţiunile utilizatorului. Acesta 
trebuie să exporte tabelele filtrate şi să le 
reîncarce din fişiere, realizând astfel 
operaţiunea de cuplare într-un pas intermediar.  

Tehnicile şi metodele de analiză automată 
utilizate de sistemele VA pot fi grupate în patru 
categorii principale: 1) statistice; 2) modelarea 
datelor; 3) reducerea dimensionalităţii; 4) 
explorare vizuală. Prima categorie include 
funcţii statistice pentru analiza datelor uni-, bi-, 
sau multi-dimensionale, de ex.: calcul medie, 
minim, maxim, deviaţie standard; sau corelaţii 
şi/sau coeficienţi de corelare de diverse tipuri; 
sau, respectiv, analiză discriminantă sau a 
varianţei. Ultimul tip este mai rar suportat (de 
ex. de Spotfire, JMP şi ADVIZOR). Metodele 
din a doua categorie permit modelarea datelor 
şi identificarea de tipare prin utilizarea de 
algoritmi de explorare a datelor (data mining), 
de ex. clusterizare, clasificare, tehnici de 
modelare de reţea (grafuri), tehnici de 
modelare predictivă. A treia categorie, 
cuprinde tehnici de reducere dimensională 
pentru reducerea datelor multi-dimensionale la 
spaţii cu foarte puţine dimensiuni, înainte de 
analiză sau vizualizare, păstrând însă esenţa 
datelor intactă. Rezultatul este utilizat adesea 
pentru generarea de proiecţii 2D sau 3D ale 
datelor. Tehnicile cele mai utilizate pentru 
reducerea dimensiunilor sunt: analiza 
componentelor principale, scalarea multi-
dimensională şi hărţile cu auto-organizare. 
Modelarea de reţea este suportată de Visual 
Analytics şi Centrifuge, care suportă de 
asemenea şi analiză de clusterizare pe reţea. 
JMP şi Spotfire acoperă toată gama de 
funcţionalităţi de modelare şi implementează şi 
tehnici de reducere a dimensiunii pentru 
manipularea datelor cu mule dimensiuni. 
Căutarea de tipare (pattern search) este o altă 
caracteristică importantă a analizei automate a 
datelor. Unele sisteme permit definirea 
tiparului ţintă de căutat prin intermediul 
interfeţei grafice utilizator. Aceasta intră în a 
patra categorie, care furnizează mijloace rapide 
şi intuitive pentru analiza de tipare. 

Tehnicile de vizualizare pot fi împărţite în: 

1) reprezentări grafice ale datelor şi 2) tehnici 
de interacţiune. Cea dintâi se referă la forma 
vizuală statică în care sunt afişate grafic datele 
sau modelele şi este cea referită în general ca 
„vizualizare”. Tehnicile de interacţiune se 
referă la posibilităţile de interacţiune ale 
utilizatorului cu modelele grafice statice prin: 
mărire, panoramare (zoom, pan) etc. Toate 
produsele de VA implementează tehnici de 
vizualizare standard pentru analiza datelor cu 
foarte puţine dimensiuni, de tip: grafice cu 
linii, cu bare, de tip „plăcintă” şi histograme. 
Pentru dimensiuni mai mari sunt utilizate 
diagrame de dispersie (scatterplot), matrici de 
astfel de diagrame, sau hărţi calorice 
(heatmap). Puţine sisteme implementează însă 
vizualizări cu coordonate paralele, care sunt 
considerate eficiente pentru reprezentarea 
datelor cu multe dimensiuni, sau funcţionalităţi 
pentru vizualizarea datelor de tip text. Unele 
sisteme oferă funcţionalităţi pentru vizualizarea 
datelor de tip reţea (de ex. QlikView, Spotfire, 
JMP, Visual Analytics şi Centrifuge). 
Totodată, funcţionalităţi pentru vizualizarea 
datelor geografice sunt destul de limitate în 
multe sisteme, deşi cele mai multe permit 
proiecţii pe o hartă statică. Tableau şi JMP 
oferă facilităţi de recomandare, care sugerează 
ce tipuri de vizualizări se potrivesc datelor de 
intrare. Pentru majoritatea sarcinilor de analiză 
vizuală este esenţială interacţiunea cu modelele 
de date şi vizualizarea. De exemplu, pentru 
filtrarea datelor, pentru explorarea pe un subset 
de dimensiuni sau de elemente de date, pentru 
mărire şi/sau panoramare a „ferestrei” din date 
vizualizate pentru a observa modelul la diferite 
niveluri de detaliu, pentru a schimba interactiv 
focalizarea vizualizării pe o zonă din date sau 
alta fără a pierde întreaga imagine (tehnici de 
distorsionare a focalizării şi contextului) şi de a 
lega şi peria (link and brush) diferite 
vizualizări pentru a vedea datele din diferite 
perspective. Cele mai multe instrumente 
suportă astăzi filtrarea şi zoom-ul interactiv, 
precum şi distorsionarea vizualizării (de ex., 
scara logaritmică). Posibilitatea de a avea mai 
multe vederi simultan, conectate prin link-and-
brushing este o abordare eficientă şi un avantaj 
al instrumentelor respective.  

5. Abordări şi tendinţe 

Dificultăţile inerente asociate cu algoritmii 
de explorare a datelor (data mining) şi nevoia 
de justificare a rezultatelor acestora au stimulat 
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dezvoltarea de medii integrate în care sunt 
utilizate vizualizări adecvate ca tehnică 
complementară pentru asistarea explorării 
datelor. Combinaţia între vizualizare şi 
explorarea datelor este cunoscută ca explorare 
vizuală a datelor (visual data mining). 

Instrumentele care oferă facilităţi de 
căutare, navigare şi vizualizare au fost 
îmbunătăţite substanţial în ultima decadă. Au 
apărut sisteme care permit accesul unui public 
larg la consultarea vizuală interactivă a unor 
informaţii / date utile, cu volume mari şi mai 
multe dimensiuni (de ex. GapMinder – 
www.gapminder.org). Asistăm astăzi la o 
explozie a datelor care promite oportunităţi 
nebănuite în progresul ştiinţific şi tehnologic. 
Acest potenţial se bazează nu numai pe 
posibilităţile de a colecta şi accesa acest volum 
extraordinar de date, ci şi pe capacitatea de a-l 
înţelege. Din acest punct de vedere, capacitatea 
noastră de a extrage cunoştinţe din datele brute 
este departe de a-şi fi atins limitele. Sunt 
produse cu mult mai multe date decât suntem 
în măsură astăzi să explorăm, ceea ce conduce 
la volume masive de date achiziţionate care 
sunt încă neatinse, aşteptând descoperiri şi 
dezvoltări viitoare pentru a putea fi utilizate 
efectiv. Există două abordări majore pentru 
descoperirea de cunoştinţe în date: fie sunt 
utilizate metode matematice (de ex. învăţarea 
automată – machine learning), fie este utilizată 
judecata umană prin observarea directă a 
datelor (de ex. visual analytics). Oricum, direct 
sau indirect, în ambele situaţii elementul uman 
este implicat în descoperirea cunoştinţelor. Mai 
mult, în final, acesta este şi beneficiarul acestor 
cunoştinţe, cel care le va înţelege şi utiliza [2]. 

Procesul de înţelegere presupune în mod 
normal crearea unui model mental, pe baza 
căruia lucrurile capătă un sens. În general, un 
astfel de proces se realiza de cele mai multe ori 
intuitiv, prin tehnici convenţionale de 
vizualizare. Dimensiunile uriaşe ale datelor 
multidimensionale forţează graniţele 
capabilităţilor actuale de vizualizare a acestora. 
Este practic imposibil să fie vizualizate seturi 
de date care au sute sau mii de dimensiuni. În 
acest context, se fac astăzi eforturi pentru a se 
identifica linii directoare de proiectare şi 
instrumente analitice care să permită 
vizualizarea, explorarea şi analizarea seturilor 
de date mari şi complexe, în scopul 
descoperirii de cunoştinţe din datele respective 
mai repede şi mai uşor. 

Descoperirea cunoştinţelor, vizualizarea 
şi Big Data 

Procesul de descoperire al cunoştinţelor 
este un aspect fundamental al ştiinţei în 
general. Un model bogat pentru descrierea 
acestui proces este descris în [18]. Autorii 
susţin că cercetătorii navighează într-un spaţiu 
4-dimensional pentru a extrage sens / înţeles / 
semnificaţie din observaţiile lor. Prima 
dimensiune din această paradigmă o constituie 
reprezentarea datelor. Aici se formează o 
reprezentare abstractă dintr-un set de 
caracteristici. A doua dimensiune este spaţiul 
ipotezelor. Aici, cercetătorul generează noi 
presupuneri privind posibilele relaţii cauzale. 
Apoi se trece la a treia dimensiune, a spaţiului 
experimental, pentru testarea acestor ipoteze. 
Trebuie menţionat faptul că experimentele 
însele se regăsesc într-un cadru experimental 
care defineşte limitele experienţelor posibile şi 
ale rezultatelor aşteptate. Prin urmare, a patra 
dimensiune este spaţiul paradigmei 
experimentale, unde cercetătorul poate alege o 
clasă complet diferită de experimente pentru 
sarcina sa. 

Cu instrumente de visual analytics, un 
proces de descoperire de cunoştinţe poate fi 
modelat pe baza primelor trei dimensiuni. O 
vizualizare specifică este un exemplu al 
spaţiului reprezentării datelor. Interacţiunea cu 
datele are loc în spaţiul experimental. În fine, 
opţiunile de vizualizare / explorare formează o 
serie de decizii în spaţiul ipotezelor. 

Prin utilizarea spaţiului vizual pentru 
reprezentarea datelor, se obţine o conexiune 
tangibilă şi mai directă cu datele efective. Prin 
formarea unei întrebări vizuale, se formează de 
fapt o ipoteză mentală şi când se face o căutare 
vizuală se experimentează cu datele în scopul 
confirmării sau rejectării ipotezei. Acest proces 
a fost explicat în literatură în mai multe 
moduri. În [19] este prezentat acest proces în 
şapte paşi. Mai întâi trebuie achiziţionate 
datele. Apoi, acestea trebuie separate (parsed) 
şi făcute citibile de către computer (machine 
readable). Urmează o filtrare prin care este 
selectat un subset al datelor care este relevant 
pentru ceea ce se doreşte. Apoi, se caută în 
acesta informaţie folositoare, ceea ce implică 
în mod normal un tip de transformare 
matematică. Rezultatele sunt apoi reprezentate 
într-o vizualizare iniţială. Urmează rafinarea şi 
paşii finali de interacţiune în care vizualizarea 
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este explorată şi îmbunătăţită prin reluarea 
paşilor anteriori până când sunt extrase sau 
descoperite cunoştinţele dorite. 

În domeniul visual analytics este avută în 
vedere o perspectivă mai generală asupra 
descoperirii cunoştinţelor [1][4]. Scopul aici 
este să se identifice modul în care oamenii 
înţeleg datele şi apoi să se genereze o 
disciplină algoritmică care să beneficieze atât 
de puterea tehnicilor de procesare automată, 
cât şi de capabilităţile umane în discernerea şi 
analiza modelelor / tiparelor vizuale. 

Pe lângă problemele legate de scalare, 
vizualizarea şi înţelegerea seturilor complexe 
de date cu sute de caracteristici ridică 
provocări deosebite. Astfel, pe măsură ce 
dimensiunea datelor creşte, latenţa oricărei 
căutări începe să pună probleme serioase. O 
idee poate fi aceea ca, dacă un sistem nu 
întoarce un răspuns la o întrebare particulară în 
câteva secunde, atunci analistul să renunţe la 
acea întrebare şi să nu beneficieze de răspunsul 
la ea. Ar avea loc astfel o deplasare de la 
instrumente convenţionale, precise dar lente, 
spre o paradigmă de tip „imprecise dar rapide”, 
ceea ce ar putea depăşi problemele de latenţă 
din cazul seturilor de date mari şi complexe 
[20]. O altă problemă a sistemelor analitice 
actuale este reprezentată de lipsa de feedback şi 
de ghidare. Interactivitatea este un alt aspect 
important al sistemelor de vizualizare. Ar 
trebui să ne aşteptăm ca noile instrumente de 
analytics să ofere mecanisme de explorare 
multimodală responsive în sprijinul extragerii 
de semnificaţie / sens, să ofere noi abilităţi de 
ghidare pentru explorarea datelor mari şi 
multidimensionale, să se concentreze pe latenţe 
mici de căutare chiar şi cu costul unor 
răspunsuri mai puţin precise, sau imprecise şi 
să asigure posibilitatea interacţiunii prin care 
utilizatorul să poată modifica parametrii 
căutării în timpul procesării acesteia. 

Tratarea dimensiunii: Instrumente 
orientate ecran (screen-aware) 

În timp ce dimensiunile datelor cresc 
continuu fără o limită previzibilă, abilităţile 
cognitive umane sunt destul de limitate. Pot fi 
percepute probabil numai câteva milioane de 
caracteristici, sau chiar mai puţine [19]. Faptul 
că limitarea în înţelegerea vizualizării datelor 
mari apare ca fiind datorată capacităţii umane, 
a condus la dezvoltarea unei noi clase de 

soluţii, care se focalizează pe datele de ieşire în 
loc de cele de intrare. Astfel de instrumente 
orientate ecran utilizează diferite niveluri de 
abstractizare a datelor pentru a reduce 
dimensiunea informaţiei prezentate şi pentru a 
evita analiza datelor care ies din suprafaţa 
ecranului. Acestea utilizează apoi mecanisme 
interactive şi exploratorii pentru a veni în 
sprijinul utilizatorului spre a naviga prin 
vizualizări şi a înţelege datele mai bine. Aceste 
instrumente se bazează pe ideea că în 
vizualizarea Big Data, detaliile pot fi adesea 
neglijate. Astfel, de exemplu, la vizualizarea a 
milioane de puncte, de cele mai multe ori 
relevantă este forma generală a vizualizării şi 
nu poziţia exactă a fiecărui punct. Eventual, 
mai poate fi de interes posibilitatea de 
interacţiune cu vizualizarea în sensul scalării / 
panoramării (zoom / pan) şi/sau glisării 
ferestrei de date observate de o manieră 
cursivă, continuă, pentru formarea unui model 
mental mai bun al caracteristicilor globale ale 
vizualizării. Există abordări care utilizează o 
tehnică denumită zoom semantic [21]. Spre 
deosebire de zoom-ul geometric care 
redesenează toţi pixelii funcţie de scală, zoom-
ul semantic oferă mai multe detalii la mărire şi 
ascunde unele dintre acestea la micşorare. 
Aceasta duce la reduceri importante ale 
încărcării de procesare şi comunicaţie. Zoom-ul 
semantic este utilizat în conjuncţie cu structuri 
de date multirezoluţie, respectiv preprocesarea 
datelor vizibile pentru fiecare nivel de rezoluţie 
dorit. Alte abordări merg chiar mai departe, 
propunându-şi vizualizarea doar a lucrurilor 
importante. Adesea, chiar algoritmul este cel 
care decide ce este considerat important, fie în 
urma unor operaţiuni de clusterizare, separare, 
agregare, filtrare etc., fie prin alegerea 
aleatoare a unui eşantion redus de date pentru 
vizualizare. 

Tratarea complexităţii:  
Navigare condusă de utilizator 

O altă abordare permite intervenţia 
utilizatorului pentru a furniza un feedback 
despre ce este important şi ce trebuie 
vizualizat, sau a selecta pentru ce regiune 
anume şi vecinătăţi ale acesteia doreşte mai 
multe detalii. Este astfel adăugat un nivel 
suplimentar de sofisticare a sistemelor de 
vizualizare şi sunt extinse capabilităţile 
acestora de generare de proiecţii cu 
semnificaţie din datele complexe. Utilizatorul 
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ghidează sistemul spre subspaţiul dorit din 
setul de date original, iar algoritmul de 
proiecţie este apoi focalizat pe acesta, evitând 
procesări inutile pe restul setului de date. Fiind 
direct implicat în procesul de reducere a 
complexităţii, utilizatorul îşi poate forma un 
model mental mai bun al datelor. În unele 
situaţii, operatorul poate ajusta parametrii 
algoritmilor de reducere dimensională pentru a 
ajunge la o reprezentare acceptabilă. 

6. Concluzii 

Abordările prezentate mai sus remodelează 
paradigma vizualizării convenţionale. Se 
acordă prioritate vitezei şi responsivităţii chiar 
dacă aceasta este în detrimentul preciziei, 
prezentându-se un subset al datelor sau un 
rezumat şi o versiune comprimată a acestora. 
Aceste abordări sunt adesea orientate ecran, 
complexitatea lor computaţională depinzând 
mai degrabă de dimensiunea / rezoluţia 
ecranului decât de dimensiunea datelor. 

Sistemele analitice vizuale viitoare trebuie 
de asemenea să ofere posibilitatea interacţiunii 
permanente cu datele, utilizatorul putând ajusta 
parametrii căutărilor în mod constant în timp 
ce sistemul demonstrează instantaneu noi 
vizualizări. Astfel de interacţiuni pot fi utile 
deoarece în procesul de descoperire a datelor 
este necesar să fie puse mai multe întrebări şi 
să fie parcurse mai multe iteraţii pe ipoteze 
înainte de a putea fi formulate întrebările 
adecvate / corecte. Rareori un analist de date 
pune o singură întrebare. Memoria umană este 
foarte limitată, mai ales când sunt implicate 
cantităţi vaste de informaţie vizuală. O latenţă 
redusă la căutare şi mecanisme de navigare 
intuitive pot fi utile în parcurgerea înainte şi 
înapoi a mai multor vizualizări şi observarea 
datelor din perspective multiple, mărind şansa 
identificării / găsirii unor modele / şabloane 
semnificative în acestea. 

Managementul datelor şi visual analytics 
sunt două discipline care, împreună, sunt 
capabile să exploateze oportunităţile aduse de 
era informaţională. Cum managementul datelor 
este practic intrinsec visual analytics, 
rezolvarea unora dintre problemele deschise 
ale managementului de date va duce (şi) la 
îmbunătăţirea aplicaţiilor de visual analytics. 
Pe de altă parte, probleme specifice visual 
analytics vor ridica noi provocări comunităţii 
implicate în managementul datelor. Prin 

urmare, în cadrul acestei dependenţe 
simbiotice, este important să se reflecteze 
asupra diferitelor perspective şi relaţiilor 
inerente atunci când sunt analizate rolurile 
mutuale jucate de managementul datelor şi 
visual analytics. De exemplu, managementul 
datelor oferă tehnici şi algoritmi (de 
interpolare, statistici) în cazul datelor lipsă, dar 
o abordare complet automată poate pierde fapte 
importante, cum ar fi date lăsate lipsă 
intenţionat sau disfuncţionalităţi ale senzorilor. 
Vizualizarea oferă de asemenea metode pentru 
tratarea automată a situaţiilor datelor lipsă, 
într-o manieră interactivă. Trebuie deci stabilit 
când / dacă responsabilitatea gestionării unor 
astfel de situaţii va fi în zona managementului 
datelor sau în cea a vizualizării. 

Integrarea datelor eterogene este o 
activitate centrală a managementului datelor 
care devine din ce în ce mai importantă şi mai 
utilizată. În vreme ce partea de stocare şi 
regăsire a datelor din seturi foarte mari de date 
este bine înţeleasă şi acoperită, suportul pentru 
vizualizările eficace şi eficiente ale datelor cu 
(de exemplu) miliarde de elemente / articole 
şi/sau sute de dimensiuni reprezintă încă o 
activitate provocatoare de cercetare. În 
particular, utilizatorul trebuie să primească 
feedback rapid în timp ce explorează datele. 

Pentru a se face progrese în domeniul 
visual analytics este necesar să fie abordate 
câteva probleme critice cum sunt: problemele 
de incertitudine, integrarea datelor semantice şi 
managementul semanticilor, provenienţa 
datelor, fluxurile de date, vizualizarea 
interactivă a seturilor masive de date, 
soluţionarea activităţilor intensive la procesare 
şi proiectarea de sisteme de visual analytics 
destinate publicului larg. Rezolvarea acestor 
probleme reprezintă o provocare pentru ambele 
comunităţi – de management al datelor şi de 
visual analytics – pentru a se putea profita de 
oportunităţile oferite de volumul crescând de 
informaţii disponibile astăzi. 

Dezvoltatorii de aplicaţii visual analytics 
sunt confruntaţi cu mai multe provocări 
fundamentale în încercarea de a dezvolta 
metodologii iterative integrate care implică 
colectarea informaţiei, preprocesarea datelor, 
reprezentarea cunoştinţelor, interacţiune şi 
luarea deciziei. Între oportunităţile majore, 
amintim: dezvoltarea de instrumente şi metode 
generice / generale, reglementarea şi controlul 
calităţii, vizualizarea modelelor. Probabil cea 
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mai importantă oportunitate este aceea de a se 
oferi liniile directoare şi cadrul pentru ca aceste 
componente să fie dezvoltate [1]. 

Menţiuni 
Prezentul articol are la bază parte din 

lucrările Etapei I a Proiectului PN1609-0201, 
derulat în cadrul Programului Naţional Nucleu 
COGNOTIC, la ICI Bucureşti, 2016. 
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