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Rezumat: Puterea si utilitatea retelelor artificiale neuronale au fost demonstrate in aplicatii care includ probleme de
diagnoza, medicina, finante, controlul robotilor, procesarea semnalelor si a imaginilor si alte probleme de
recunoastere a formelor.

Un prim val de interes in retele neuronale a aparut dupa introducerea neuronilor biologici de catre McCulloch si Pitts.
Acesti neuroni au fost prezentati ca modele de componente conceptuale pentru circuite care realizeaza anumite
calcule. Rosenblatt a propus perceptronul, un model mai general decat unitatile de calcul McCulloch-Pitts. Ideea
esentiala era introducerea ponderilor numerice si a unui model special de interconectare. Perceptronul clasic este o retea
neuronala ce poate rezolva probleme de recunoastere a formelor, putdnd reprezenta numai functii liniar separabile.

Acest articol prezintd cateva metode de testare a liniar-separabilitatii. Pentru crearea unui model de clasificare, pentru
functii liniar separabile, se poate folosi o retea neuronald cu un strat de perceptroni. Complexitatea liniar-
separabilitatii punctelor din spatiul de intrare este definita de rezolvarea unei probleme de optimizare liniara.

Cuvinte cheie: liniar separabilitate, retele neuronale, perceptron, model de clasificare, optimizare liniara, spatiu
de intrare.

Abstract: The power and usefulness of artificial neural networks have been demonstrated in several applications
including diagnostic problems, medicine, finance, robotic control, signal and image processing and other problems of
pattern recognition.

A first wave of interest in neural networks emerged after the introduction of biological neurons by McCulloch and
Pitts. These neurons were presented as conceptual components for circuits that could perform computational tasks.
Rosenblatt proposed the perceptron, a more general computational model than McCulloch—Pitts units. The essential
innovation was the introduction of numerical weights and a special interconnection pattern. The classical perceptron
is in fact a neural network for the solution of certain pattern recognition problems and it can only compute linearly
separable functions.

This article presents some of the methods for testing linear separability. A single layer perceptron neural network can
be used for creating a classification model, when the functions are linearly separable. The complexity of linearly
separating points in an input space is defined by the complexity of solving linear optimization problem.

Keywords: linear separability, neural network, perceptron, classification model, linear optimization, input space.

1. Introducere

Cercetdrile din domeniul Inteligentei Artificiale au vizat dezvoltarea conceptului de calcul
neuronal, un instrument folosit in generarea de sisteme cu inteligentd artificiala. Calculul
neuronal incearcd sd dezvolte sisteme instruibile pentru scopuri generale, folosind o cantitate
micd de cunostinte initiale [3]. Astfel de sisteme se mai numesc retele neuronale sau sisteme
conexioniste [1].

McCulloch si Pitts au pus bazele calculului neuronal, prin definirea modelului neuronului.
Rosenblatt a propus un tip de retea bazata pe perceptroni, obtinutd prin interconectarea unei
multimi de neuroni, definind astfel primul model de retea neuronald artificiald [2]. Conform
teoriei lui Rosenblatt, perceptronul contine cinci elemente de baza: un vector cu intrari,
ponderile (conexiunile dintre neuroni), functia de insumare, dispozitivul de detectie a pragului si
o iesire. Retelele neuronale cu mai multe straturi de perceptroni propuse de Rosenblatt, erau
capabile sd rezolve probleme simple de clasificare, prin modificarea ponderilor conexiunilor
dintre neuroni. Minsky si Papert [6] au prezentat o serie de demonstratii matematice si utilizari
ale perceptronului, dar si limitarile referitoare la calculul anumitor predicate sau la reprezentarea
functiei booleene XOR.
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Perceptronul propus de Rosenblatt este un model mai general decat unitatile de calcul
McCulloch—Pitts [4]. Ideea esentiald consta in introducerea ponderilor numerice si a unui model
special de interconectare. Perceptronul clasic este o retea neuronald folositd pentru solutionarea
problemelor de recunoastere a formelor si realizeaza decizii bazate pe liniar separabilitatea
spatiului de intrare. Deci perceptronul poate procesa numai functii liniar separabile.

Acest articol prezintd citeva metode de testare a liniar separabilitatii. O retea neuronala cu
un strat de perceptroni poate fi utilizatd pentru crearea unui model de clasificare, in cazul
folosirii unor functii liniar separabile. Lucrarea realizeaza un studiu de caz ce trateaza problema
clasificarii intr-o retea de perceptroni, formalizatd matematic ca o problema de minimizare.

Reprezentarea functiilor booleene cu ajutorul perceptronului conduce dupa un numar finit de
iteratii la determinarea unui hiperplan de separare a multimii punctelor din spatiul de intrare.

Separabilitatea liniara poate fi privitd si ca o problema de optimizare liniard sau de
programare liniard. Determinarea ponderilor in procesul de antrenare a perceptronului este
echivalentd cu gasirea punctelor interne ale poligonului convex [9], delimitat in spatiul
ponderilor. Astfel, pentru ca un perceptron sa fie antrenat sa clasifice forme, trebuie rezolvata o
problema de punct interior, deoarece punctele interne reprezinta toate combinatiile de ponderi
posibile ale perceptronului.

Complexitatea liniar separabilititii punctelor din spatiul de intrare este definitd de

rezolvarea unei probleme de optimizare liniara.

2. Separabilitate liniara

Din perspectiva geometrica, doud multimi de puncte dintr-un spatiu bidimensional sunt liniar
separabile, dacd pot fi complet separate de o singura linie. Daca generalizam, se poate afirma ca
doud multimi de puncte dintr-un spatiu d-dimensional (d > 2), sunt liniar separabile daca ele pot
fi separate de un hiperplan.

Fie A4 si B doua multimi de puncte dintr-un spatiu d -dimensional (d > 2). Atunci 4 si B sunt

liniar separabile, dacé existd d + 1 numere reale w,, w,, w,, ...., w,, astfel incat:
. . . .4
fiecare puncti; € 4 (j = 1,...,d) satisface relatia: z 2w, (1)
wjlj
J=1
. . . .4
fiecare puncti; € B (j = 1,...,d) satisface relatia: z < w, 2)
Wjltj
J=1

Daca o retea neuronala foloseste o multime de antrenare liniar separabild, se impune o
anumita arhitectura pentru retea.

Pentru aceasta, vom considera o unitate singulara, care separd o multime d -dimensionala de
intrare { i;, i, ..., iy}, in doud iesiri distincte.

Fie multimea de antrenare H, avand elemente de forma:
(i1, ty),...,(1a,ta),

unde (i, iy,..., iy ) este vectorul de intrare, iar (¢, t,,...,2;) este vectorul dorit de iesire (iesire
de tip target — tintd).

Deci elementele de intrare ale multimii de antrenare H, vor fi privite ca puncte din spatiul R,
fiecare punct fiind reprezentat ca un vector coloana i de dimensiune d, iar vectorul ponderilor va
finotat w:
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Definim functia f care determina activarea retelei pentru o unitate individuald astfel:

f:1— net;
., d i ]
f)= 3 i) W, sau: 3)
j=1
f)=w*i-w, “)

unde [ este multimea vectorilor de intrare pentru o unitate singulard (I —R’), net, este
multimea semnalelor de activare a unitatii (net, CR), iar i este vector de intrare.

Hiperplanul, notat H,, care defineste liniar separabilitatea multimii de antrenare, este

i

caracterizat de ecuatia [7]:
f(i)=0 6))
sau w *i-w, =0 6)

In cazul perceptronului, iesirea retelei poate fi determinati de functia hardlim (valoarea
hardlim(f(i)) ), care oferd perceptronului capacitatea de a clasifica vectorii de intrare, prin

impartirea spatiului de intrare in doud regiuni, prin hiperplanul H, :
hardlim :R > {0,1}

0,dacin < 0

I,dacan >= 0

hardlim (n) = {

Graficul functiei f (sau hiperplanul H,), separd spatiul R’ in regiunea pozitiva, notata R, ,
si regiunea negativa, notatd R_, dupa cum urmeaza:
>0, dacad (i, i,,....i,)ER ,
fi)=w'*i-w (=0, dacai eH, @

<0, daca (i i,,...,i,) €R_

Regiunile R, si R se mai numesc si regiuni de clasificare.

Definitie. Daca existd o regiune de decizie liniard (un hiperplan de decizie) care clasifica
(Imparte) in mod corect toate multimile de antrenare din H , pentru o problema de clasad ¢ = 2,
atunci multimile se numesc liniar separabile [10].

Problemele care nu sunt liniar separabile se numesc non-liniar separabile sau complexe din
punct de vedere topologic [7].

2.1 Spatiul intrarilor si al ponderilor

lesirile calculate de perceptron pot determina o separare liniard a spatiului de intrare.
Insd procesul de calculare a ponderilor corespunzitoare perceptronului, poate fi ilustrat de
spatiul ponderilor.
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Pentru un perceptron cu d intrari (d >2), gasirea unei conditii de liniar separabilitate este

echivalentd cu determinarea a d +1 parametri, dintre care d ponderi §i o polarizare (sau bias,
prag). Aceasta inseamna ca fiecare punct din spatiul de intrare extins d +1- dimensional (d >2)

are corespondent un hiperplan, in spatiul ponderilor d+1- dimensional. $i reciproc: fiecare
punct din spatiul ponderilor d+1- dimensional (d >2) are corespondent un hiperplan, in

spatiul de intrare extins d +1- dimensional.

Sa consideram un exemplu cu o combinatie liniard de d = 3 intrdri i, i,, i,, care reprezinta

un punct din spatiul de intrare, R’, si defineste o separare liniarad a spatiului ponderilor,
prin planul:

wrL A+ ow, R+ w *E =0 ®)

Analog, un punct din spatiul ponderilor corespunde unui plan din spatiul de intrare,
evidentiat in figura 1:

I

3 W

Figura 1. Spatiul intrarilor si al ponderilor.

2.2 Separabilitate liniara completa (absoluta)

Definitie. Fie 4 si B doud multimi de puncte dintr-un spatiu d - dimensional (d >2). Atunci
A si B sunt complet (absolut) liniar separabile, daca existd d +1 numere reale w,, wy, wy, ...,
wy, astfel incat:

d

fiecare punct 1; € A (j=1, .., d) satisface relatia: Z . > w, )
— Wj lj
j=1

. d

fiecare punct 1; € A (j=1, .., d) satisface relatia: Z < w, (10)
. 1WJ' Lj
J:

Daca perceptronul cu prag 0 poate separa liniar doud multimi finite de vectori de intrare,
atunci este necesard o ajustare foarte mica a ponderilor, pentru o separare liniara completa
(absoluta).

Notiunea de separabilitate liniard completa poate fi generalizatd in cazul a m multimi (m>2)
de puncte astfel:

Definitie. Fie m multimi de puncte, notate 4 (k<m), dintr-un spatiu d - dimensional
(d 22). Multimile 4 (k<m) sunt absolut liniar separabile daca exista m functii liniare,

fi A, > R, (k<m)
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d
f;r(i)zzwk_i_-WkO’undeZEAka (11)
g *J
Jj=1

cu proprietatea ca i€ A, dacd si numai dacd f,(i)>0 si f,(i)<0, pentru orice
k<m,p<m, p#k.

Observatie Multimile absolut liniar separabile sunt liniar separabile. In cazul m=3 si d=2,
separabilitatea liniard se poate ilustra ca In figura 2.

filinsiy) = 2
111 -
i) 1 S, A
3y 4 O o

s I e

L] L]
> 1
O O

f3psip) = O 22 Silisip) =
fa(irsip) fa(irsip)

Figura 2. Multimi liniar separabile.

3. Reprezentarea functiilor booleene

Perceptronul realizeaza decizii bazate pe liniar separabilitatea spatiului de intrare. Deci
perceptronul poate procesa numai functii liniar separabile.

Perceptronul poate reprezenta functii booleene f:{0,1}* — {0,1}, cu proprietatea cd existd o
transformare liniara.

d
g:R"" > Rg, (x)= Z():Wjij (12)
Jj=

cu proprietatea cd f (x) = 0 dacd si numai dacad g(x) <0 si f(x)= 1 dacd si numai daca
g(x)>0.

Se pune problema dacd pentru orice functie booleand cu aceastd proprietate, algoritmul
perceptronului furnizeazd o solutie. Raspunsul este afirmativ si este demonstrat de
urmatoarea teorema:

Teoremd. Pentru o problema liniar separabild, algoritmul perceptronului conduce dupa un
numar finit de iteratii la coeficientii unei functii de decizie (deci la reprezentarea unei functii
booleene cu proprietatile de mai sus) [9].

O problema importanta constd in determinarea functiilor logice care pot fi implementate cu o
retea neuronald cu un singur perceptron. Numarul de functii liniar separabile, cu doua
argumente, poate varia intre 14 si 16 posibile functii booleene.
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De exemplu, se pot efectua toate combinatiile posibile de functii booleene, de doua variabile
(tabelul 1.), in care functia f1 este AND, f2 este functia OR, iar f3 este functia XOR, s.a.m.d.

Tabelul 1. Functii booleene de doui variabile.

L S Fads S fs Js Js o Ju o Jis fia Jis Sig

L L

1 1 1100100 01 00O0 10 11
1 0 011011001101 01 01
0 1 060110 101O0O0O0O0T1TT1T11 10
0 0 00 0 010010110 01 11

Perceptronul separd spatiul de intrare pentru functiile AND si OR in doud regiuni de
clasificare (figura 3).

v

v

Figura 3. Regiuni de clasificare pentru AND si OR.

3.1 Exemplu de functie booleana non-liniar separabila
Un exemplu de functie non-liniar separabila este functia booleand XOR (sau exclusiv), care
nu poate fi reprezentata cu ajutorul unei retele neuronale de tip perceptron.

Curbele de decizie sunt desemnate de functiile utilizate pentru a delimita regiunile spatiului
de intrare [8]. Se poate utiliza o combinatie de curbe de decizie sau o combinatie de mai multi
perceptroni, pentru izolarea regiunilor convexe ale spatiului de intrare.

O separare non-liniard a spatiului de intrare, in cazul functiei XOR, foloseste o curba de

decizie (figura 4).

XOR

1

//]=

0

Figura 4. Separare non-liniara a spatiului de intrare.
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O retea neuronala trebuie sd Invete s identifice aceste regiuni de clasificare (parametrii
curbelor de decizie liniard) si sa le asocieze cu raspunsul corect (iesirea corectd a retelei).

Pentru implementarea functiei XOR, sa consideram un perceptron cu doud intrdri, cu

ponderile W,, W, si polarizarea (pragul) b. Se efectueaza urmatoarele calcule analitice:

il=1,i2=1:>W1i1+W2i2=W1+W2<b

i=1,05,=0= Wi +wi=w2b

[ =0,i,=1= Wi +wi=w 2b

i =0,i,=0= Wi +w,i,=0<b

Daci b este pozitiv, W, si W, sunt pozitive, atunci inegalitatea W, +W, <b nu poate fi

adevaratd intotdeauna. Aceastd contradictie demonstreazd cd perceptronul nu poate rezolva
functia XOR. Deci nu exista nicio dreapta care sa separe spatiul de intrare al functiei XOR.

3.2 Eroarea algoritmului de antrenare pentru functii booleene

Eroarea algoritmului de antrenare in cazul perceptronului provine de la multimea de puncte
care nu sunt clasificate corect. Scopul antrendrii este minimizarea functiei eroare si clasificarea
corecta a tuturor punctelor.

O solutie de minimizare a erorii [5] poate fi metoda Greedy, care presupune calcularea erorii
la fiecare pas, in functie de un vector pondere (cu valori initiale aleatoare). Valorile vectorului
pondere trebuie ajustate, in raport cu spatiul ponderilor si eroarea obtinuta.

4. Clasificare intr-o retea de perceptroni

O multime de vectori, ce trebuie clasificati de un perceptron intr-o regiune pozitiva si una
negativa, delimiteazd in spatiul ponderilor un obiect geometric de tip dreaptd, poligon,
poliedru (polytope), ale carui puncte interne reprezinta toate combinatiile de ponderi posibile
ale perceptronului.

Algoritmul de invatare a perceptronului gaseste o solutie cand interiorul figurii geometrice
nu este vid. Putem exprima aceasta idee astfel: daca se doreste ca un perceptron sa fie antrenat
sa clasifice forme, trebuie rezolvatd o problema de punct interior.

Astfel, separabilitatea liniard poate fi privitd ca o problema de optimizare liniard sau de
programare liniara.

Presupunem ca se doreste antrenarea unei retele neuronale cu un perceptron, astfel incét sa
clasifice corect n puncte din spatiul R.

Fie vectorul de intrare i = (i, i,, ..., i,)" din spatiul R’. Reteaua de tip perceptron va avea
doua iesiri distincte.

Notam:
W vectorul ponderilor, de dimensiune d : w = (w,)", k=1,...,d
L=, Ly ), (j=1,..,n), cele n puncte din spatiul R*

Scopul antrendrii retelei de perceptroni constd in gasirea unui hiperplan de separare a
multimilor M, (ke{1,2}) de puncte din spatiul R’.
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Sa presupunem ca:

d
dacd (i, 6, i) € M, (j=lwp),p = 1latunci D i,W, - b <0, (13)
k=1 )
d
daci (i, 1,y [,,) € My, (j=p+l.n),atunci D i, W, - b >0. (14)
’ ’ k=1

Sistemul de inegalitéti

d
Zijkwk - b/ SO,(]:L,p)’le (15)
k=1

d
W+ b <0,(j=p+l..n)
k=1

poate fi scris in mod echivalent:
Aw=<bh (16)
dacd notam A4 matricea de tip nxd cu elementele 7;, (j =1,...,p)si-i,, (j=p+l,..,n, k=

1,....,d) si b polarizarea (pragul, valoarea bias) — un vector coloana n -dimensional
b=(b,b,,...b,.b

,.1»--»b,)" (la un perceptron este conectatd o singura intrare aditionald de tip bias).

Sistemul de inegalititi 4 w< b reprezintd constringerile aplicate retelei neuronale de

perceptroni, pentru apartenenta punctelor din spatiul R’ la multimile de clasificare. Acest
sistem de inegalitati sugereaza ideea rezolvarii unei probleme de optimizare liniard, care poate fi
o problema de minimizare.

Un model matematic de optimizare se caracterizeaza prin urmatoarele:

- o functie obiectiv care determind eficienta modelului de optimizare si realizeaza o
maximizare sau 0 minimizare;

- o multime de variabile de decizie (intrdri controlabile), care influenteazd valoarea
functiei obiectiv;

- parametri (intrari necontrolabile);

- o multime de constrangeri exprimate sub forma unui sistem de ecuatii sau inegalitati, care
exprima relatii intre variabilele de decizie si parametri.

Algoritmul de antrenare a perceptronului este o procedurd de modificare a ponderilor si a
polarizarilor unei retele neuronale. Deci o problema de clasificare intr-o retea de perceptroni se
poate formaliza astfel:

- fie un sistem de inegalitati (in necunoscuta w) de forma:
Aw<b (17)

care poate fi transformat Intr-un sistem de ecuatii, prin introducerea unui vector y » - dimensional

si a matricii identitate / de dimensiune nxn :

Aw+1 y=0b (18)
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Problema de optimizare liniard ce trebuie rezolvatd, poate fi exprimatd ca o problema
de minimizare:

ming> v,/ Aw+1 y=b, w20,y >0} (19)

j=1 -

Daca minimul este negativ, atunci solutia problemei originale este vida, adica regiunea de
clasificare caracterizatd de inegalitatea 4 w < b este vidd. Dacd minimul este zero, atunci w

determinat in timpul optimizarii, este un punct intern de pe marginea regiunii de clasificare.

Determinarea ponderilor in procesul de antrenare a perceptronului este echivalenta cu gasirea
punctelor interne ale poligonului (polytop) convex [9], prin utilizarea de algoritmi de
programare liniara.

Interpretarea geometrica a solutiei problemei de clasificare, intr-o retea de perceptroni cu
doud intrari, i = (i, i,)" din spatiul R* consta in reprezentarea grafici a functiei care va fi

optimizata (figura 5).

Figura 5. Spatiul solutiilor problemei de optimizare liniara.

Problema de optimizare liniard poate avea una sau mai multe solutii reprezentate de dreapta
normala la vectorul y, asociat functiei minimizate, sau o dreaptd paraleld cu normala si

incidenta cu poligonul convex.

5. Concluzii

Acest articol prezinta detaliat conceptul de liniar separabilitate utilizat in retele neuronale.

Pentru rezolvarea problemelor de clasificare, poate fi utilizata o retea neuronala cu un strat
de perceptroni, care permite determinarea unui hiperplan de separare a multimii punctelor din
spatiul de intrare.

Aceasta lucrare evidentiaza faptul ca separabilitatea liniara poate fi privita si ca o problema
de optimizare liniard, deoarece determinarea ponderilor in procesul de antrenare a
perceptronului este echivalentd cu gasirea punctelor interne ale poligonului convex, delimitat in
spatiul ponderilor. Este prezentat un studiu de caz ce trateaza problema clasificarii intr-o retea
de perceptroni, formalizatd matematic ca o problema de minimizare.
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