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Rezumat: Articolul prezintd doud metode de estimare a erorilor in aproximarea functiilor, folosind abordarea numerica si
cea neuronald. Metoda numerica de aproximare a unei functii foloseste interpolarea cu polinoame Lagrange si descrie
eroarea absolutd de interpolare. Abordarea neuronald demonstreaza proprietatea de aproximare universala a retelelor
feed-forward si prezintd modul de propagare a erorilor neuronale in timpul procesului de invatare. Rezultatele
experimentale evidentiaza superioritatea sistemelor inteligente neuronale in rezolvarea problemelor de aproximare a unei
functii.
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Abstract: This paper presents two methods to estimating errors in functions approximation, using the numerical and
neural approach. The numerical method in function approximation uses Lagrange polynomials interpolation and
describes the absolute interpolation error. The neural approach proves the property of a feed-forward artificial network to
be a universal approximator and presents the neural errors propagation during the training process. The experimental
results highlight the advantages of the intelligent neural systems in solving problems of function approximations.
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1. Introducere

Acest articol abordeaza tema aproximarii functiilor folosind metode numerice si neuronale §i
analizeaza comparativ cateva tehnici de estimare, propagare si minimizare a erorilor.

Erorile generate in rezolvarea problemelor matematice pot proveni din diverse surse precum:
formularea problemei, metoda folosita, valorile initiale ale variabilelor sau metodele de rotunjire si
trunchiere. Pentru simplificarea unei probleme complexe, se poate alege o metoda de rezolvare
aproximativd care poate determina aparitia unor erori. Incertitudinile legate de aproximarea
valorilor pot influenta valorile erorilor propagate.

Erorile de rotunjire i de trunchiere ale problemelor care necesitd aproximari numerice sunt
generate de reprezentarea numerelor cu un numar dat de cifre semnificative exacte si pot depinde
de modul de codificare internd a datelor in memoria calculatorului si de numarul de iteratii
necesare pentru aproximarea solutiei cu eroare minima. Propagarea erorilor de rotunjire este
determinatd de cresterea numarului de operatii iterative ale problemei. Reducerea erorilor de
trunchiere reprezinta obiectivul principal al metodelor numerice de calcul.

In general, erorile intalnite in aproximarile numerice pot fi de tip absolut si relativ. Pentru
exprimarea erorilor de reprezentare a numerelor aproximative, vom considera un numar y € R si

y'e R o aproximatie a lui y . Eroarea absoluta (respectiv relativd) a aproximatiei )', notatd E ,

(respectiv E ), verifica relatia [1]:

|y = V'S E (1)

E
Erel = HI:S H yvio
Ba
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In probleme de calcul numeric se determina valoarea aproximativa )' folosind valoarea

minimd a erorii £, care satisface relatia (1) sau a erorii £, din relatia (2). Astfel, numarul y

S rel

poate fi reprezentat aproximativ sub forma:

y=yErE, =yEE, | Y= y-(1£E,) @

Erorile de aproximare a unei functii: Se considerd o functie reald de o variabild reald
f R — Rsi se presupune ca se doreste calcularea valorii y = f(x)dar se obtine o valoare
aproximativa )'. Eroarea forward absolutd (respectiv relativa) de aproximare a functiei [ se
exprima [2]:

Epps =1y =V Q)

E _ '
EF,ﬁe] — Fabs — | y y | .
y y

Analiza erorii de aproximare a functiei f din perspectiva erorilor backward ia in considerare
valoarea de perturbatie astfel: valoarea aproximativa )' este considerata solutie exacta a problemei
modificate, y'= f(x') unde x' este perturbatia lui x. Eroarea backward absolutd (respectiv

relativd) de aproximare a functiei f* se exprima [2]:
E g =l x=x'], unde y = f(x) si y'= f(x'), 4)

_ EBabs _ | x—x'|
Brel — - .

E

X

Pentru problema aproximarii functiei f se vor analiza comparativ metoda de interpolare

polinomiald si metoda de aproximare neuronald folosind retele neuronale artificiale de tip
feedforward.

Articolul este structurat dupd cum urmeaza: Sectiunea Aproximarea unei functii prin
interpolare prezintda metoda de interpolare folosind polinomul lui Lagrange. Sectiunea
Aproximarea neuronald descrie aproximarea unei functii folosind o retea neuronald artificiala
antrenatd cu algoritmul Backpropagation si modul de propagare a erorilor in timpul procesului de
invatare neuronald. Sectiunea Studiu de caz. Aproximarea unei functii reale descrie rezolvarea
problemei pornind de la un set de valori, folosind polinomul Lagrange si o retea neuronald
feedforward si analizeaza comparativ erorile si valorile aproximate.

2. Aproximarea unei functii prin interpolare

Aproximarea unei functii este necesard dacd nu se cunoaste expresia analitica, dar se dau
valorile functiei Intr-un numar finit de puncte dintr-un interval dat. De asemenea, aproximarea este
utila cand expresia analitica a functiei este prea complicata si calculele efectuate sunt dificile. Una
dintre metodele numerice de aproximare a unei functii prin interpolare foloseste polinoamele
Lagrange si va fi schitata in continuare.

2.1 Interpolarea Lagrange

Se consideri o functie de clasi C' de o variabila reala f :[a,b] — R data prin n+1 puncte
de tabelare:

f(x)=y,,i=0l,..,n (5)
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Aproximarea functiei f prin interpolare presupune gésirea unei functii de interpolare g care
sd aproximeze functia f pe intervalul [a,b] si sa satisfaca relatia:

g(x)=y,,i=0l...,n (6)

Dintre functiile care indeplinesc conditia (6), trebuie aleasd functia g care asigurd o
aproximare cu eroare minima. Problema aproximarii prin interpolare are solutie unica daca functia
g se cautd in spatiul polinoamelor generalizate [3]. Cautarea functiei g echivaleaza cu gasirea

unui polinom de interpolare P, care verifica relatia (6). Se obtin astfel #n+1 polinoame Lagrange

.....

de forma particulara, notate L,, i =0,l,...,n, cu gradul 7 si radacinile x,,x,,..., X, ;, X

s N1
L(x)= H
j=0

J#EI

X

R R

X—X

,i1=01,...,n @)

J
X; —xj

Forma Lagrange a polinomului de interpolare P, asociat punctelor (x,,y,) 7 =0,l,...,n poate

n

fi exprimata:

n —
X xj

P =3n]]

=0 =04 T A
J#i

®)

In continuare, vom prezenta procedura pseudocod pentru aproximarea valorii functiei f intr-
un punct k €[a,b] folosind interpolarea Lagrange:

procedure Lagrange (n, k)
array x(n+1), y(n+1)
Pn=0
fori=20n
t=y(i)
forj=20n
ifj<>ithent=1t*k—x@G)) (x()—x@)
endif
endfor
Pn="Pn+t
endfor
write (‘f(k) ~ ,.Pn)
return
end

Polinomul Lagrange P, aproximeazd functia f iIn punctul £k e[a,b], cu o eroare
absoluta de interpolare: e(k) =| f(k)—P,(k)]|.

2.2 Eroarea de interpolare

Daca functia f este de clasi C"*', eroarea absoluti de interpolare cu care polinomul P,

aproximeaza functia f se calculeaza:

e(x) = f(x)=F,(x) |, x €[a,D]. ©)

Eroarea maxima de interpolare depinde de derivata de ordin n+1 (numarul de puncte de
tabelare):
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sup | SV (@),
e(x) | et X—X, 10
le(x) | ey Hl ;| (10)

In continuare, vom prezenta o tehnicd neuronald de aproximare a unei functii, metoda de
estimare §i propagare a erorii de aproximare.

3. Aproximarea neuronala

Proprietatea retelelor neuronale artificiale (RNA), cu cel putin doud straturi, de aproximare a
functiilor are o importantd deosebitd pentru aplicatiile practice [4], [6]. Rezultatul privitor la

. . . . - - . . - 1 . -
aproximarea unei functii [7] mentioneaza ca orice functie f de clasa C' poate fi aproximata

suficient de bine pe o multime compacta cu ajutorul unei retele neuronale cu doua straturi ale carei
ponderi sunt determinate in mod corespunzétor.

3.1 Aproximarea unei functii folosind retele neuronale feed-forward

Fie f:[a,b]—> R o astfel de functic de clasi C' . Dacid se di o multime compacti

S c[a,b] si un numar pozitiv €y, existd o retea neuronala de tipul feed-forward cu doua straturi

astfel incat:
fx)=W"o(V'x)+¢ (11)

unde ”8” < &y pentru orice x €S si pentru un numar L (suficient de mare) de neuroni in stratul

ascuns. V' este matricea ponderilor dintre stratul de intrare si stratul ascuns iar W este matricea
ponderilor dintre stratul ascuns si stratul de iesire. Valoarea ¢ (in general, depinde de x) se
numeste eroarea de aproximare a functiei si descreste pe masura ce dimensiunea L a stratului
ascuns creste. Se spune cd, pe multimea compactd S, f(x) este in interiorul gamei functionale

&, aretelei neuronale. Pentru scopurile acestui articol, se va considera multimea
SZ{XOa'xla'-"xn} (12)

Rezultate relativ recente [7] aratd cat de mare trebuie sa fie L pentru a se obtine o anumita
precizie &, si o multime compactd datd S ; pe masurd ce S devine mai mare, numarul L creste

in mod corespunzator.

Problema in determinarea ponderilor astfel incdt reteaua sa aproximeze o functic datd f

suficient de bine nu este usor de rezolvat. Vom arita cum se pot obtine aceste ponderi cu ajutorul
algoritmului Backpropagation de propagare inversa a erorii.

Pagii algoritmului BackPropagation (de antrenare a retelei feed-forward prin propagarea
inversa a erorii) pot fi descrisi [5], [9], [11]:

1. initializarea ponderilor retelei si a setului de antrenare. Se foloseste, in general, initializarea
aleatoare a ponderilor retelei cu valori mici;

2. aplicarea unui vector de intrare;
3. propagarea directa a semnalului de intrare si calculul iesirilor retelei;
4. calcul eroare prin compararea iesirilor retelei cu iesirile tintd (dorite);

5. propagarea erorii Tnapoi prin retea (incepand de la stratul de iesire, spre straturile ascunse),
pentru corectia ponderilor;

6. daca actualizarile ponderilor sunt nesemnificative (eroarea este mai mica decat un prag) sau
dacd s-au terminat seturile de antrenare, se opreste algoritmul; altfel se reia de la pasul 2.
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De multe ori este dificil sa se aleaga functiile de activare astfel ca ele sa reprezinte o baza (set
de antrenare). Aceasta problema se poate rezolva prin selectarea in mod aleator a matricei V' . S-a

aritat in [7] cd, pentru aceste retele, functia ¢(x) = (V" x) reprezinti o baza, astfel ci reteaua are
proprietatea de aproximator universal.

Eroare

Numar de

Figura 1. Diferite traiectorii ale masurii erorii

3.2 Propagarea erorilor neuronale

Masura erorii i traiectoria erorii se folosesc in general pentru a conduce si a evalua antrenarea.
Exista diverse masuri ale erorii [10], iar traiectorii tipice sunt prezentate in Figura 1, care reprezinta
un scenariu optimist in care eroarea descreste.

Pentru a formaliza raspunsul in cazul unei retele neuronale de tip feed-forward, se defineste
vectorul eroare de iesire pentru a p -a pereche de forme din setul de antrenare H prin diferenta
dintre raspunsul dorit (vectorul tintd) ¢” si raspunsul curent o’ obtinut prin aplicarea intririi p
din setul de antrenare:

e’ =t"-o". (13)

O masura a erorii de iegire pe baza celui de-al p -lea esantion de antrenare se noteaza cu E7 si
se defineste prin

E? =%(g")f e’ %ng (14)

Alegerea normei erorii, desi aparent superficiald, este totusi consistentd cu alte numeroase
formalisme din literaturd [8]. Totusi, este posibil sd se utilizeze si alte norme, inclusiv norme

ponderate cum este ||g|| > unde R este o matrice pozitiv definitd, sau norme precum max{e,},
unde e; este al i -lea element din e.

Pentru a determina sensibilitatea erorii 1n algoritmii de antrenare Delta Rule (DR) si
Generalized Delta Rule (GDR) se foloseste regula de derivare a functiilor compuse pentru a calcula

derivata lui E” in raportcu w :

OE" _OE" Joj

p
ow, 0o} oOw,

(15)

unde, din ecuatiile (14) si (15),
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e A YGRS, (16)

Este posibil sa se dezvolte o formulare alternativa prin luarea in considerare a erorii globale
(pentru toate epocile):

E=)E". (17)

Pentru neuroni de tip Weighted Linear Input Combination (WLIC), activarea neuronului
artificial pentru unitatea ;j este datd de suma ponderata a intrarilor in unitatea j :

net, =3 Wi (18)

sau, in cazul in care se include si o intrare de polarizare,

net; =2wﬁ-ii+biasj. (19)
i
i; este a i-aintrare in unitatea j iar f se alege o functie sigmoid, adica:

fnet)=—— L 20)

—net

Membrul drept din ecuatia (16) reprezintd schimbarea incrementald in E” datoratd schimbarii
incrementale in ponderea w, sau, sensibilitatea erorii £” la W ji- OE” / 0o’ , reprezintd efectul

asupra lui E” datorat celei de-a j -a iesire, in timp ce 601’7 / ow i » masoard schimbarea in 0/‘7 ca

functie de 0w, . Sensibilitatea este reprezentata in Figura 2.
Din ecuatia (17), se poate obtine usor OE” / 0o} pentru unitatile din stratul de iesire:

OE”
dor o= e @)
J

. 0.

N J

Y O
Oi

— W +

Figura 2. Sensibilitatea lui 0, la ponderea w

Sa presupunem cd f'(net;)=k-net,. Pentru simplitate, vom considera k£ =1. Se obtine

do?

p_
ZW $18W

Ji

=i/ . Asadar, ecuatia (19) devine

OE*
o =(=¢;)- (i) (22)

Ji

care este o relatie conforma cu strategia de variatie a ponderilor de tip produs. Pentru a verifica
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faptul ca aceasta strategie minimizeaza eroarea £ observam ci, din ecuatia (18) se obtine

P
OFE < OE 23)

ow,; G ow,

4. Studiu de caz. Aproximarea unei functii reale

Se va prezenta modul de estimare a erorilor si a aproximarilor valorilor unei functii a carei
expresie nu se cunoaste. Pentru studiul experimental, se va alege un set de puncte de tabelare
furnizate grafic (cu mouse-ul pe suprafata graficd). Aproximarea se realizeaza in mediul de
programare Matlab folosind metoda de interpolare Lagrange si tehnica neuronala.

4.1 Metodologia de calcul

Algoritmul Lagrange foloseste ca date de intrare n puncte de tabelare: (x,,,), i =1,...,n si
valoarea k in care se aproximeaza functia f . Algoritmul de interpolare Lagrange aproximeaza o
singura valoare a functiei pentru valoarea k .

Pentru eficienta comparérii celor doua metode si acuratetea rezultatelor, se va folosi o diviziune
max(x) — min(x)
100
diviziunii, se va aproxima functia folosind algoritmul de interpolare Lagrange. Eroarea de

aproximare prin metoda Lagrange va fi calculatd ca o medie a erorilor absolute obtinute la fiecare
pas al diviziunii. Se va lua in considerare pentru comparare si eroarea medie patratica.

a intervalului in care se afla valorile vectorului x, cu pasul . In punctele

Pentru aproximarea neuronald, se foloseste o retea feed-forward cu arhitectura din Figura 3.
Reteaua foloseste 2 straturi functionale de neuroni (primul strat are 4 neuroni, iar al doilea strat are

1 neuron). Intrarea retelei este vectorul x = (X,,...,x,), i =1,...,n, cu punctele in care se cunosc
valorile functiei f(x;,)=y,,i=1L...n.

Eroarea retelei neuronale se calculeaza ca o eroare medie patratica a diferentelor intre valorile
exacte §i cele aproximate la simularea functionarii retelei.

intrare G

(vectorul x cu

n valori) a 1esire
—

Figura 3. Retea feed-forward cu 2 straturi functionale

4.2 Comparatii

Pentru exemplificare, se considera o diviziune a intervalului [0, 1] si punctele de tabelare:

x =[0.1187, 0.1601, 0.1901, 0.2339, 0.2892, 0.3191, 0.3698, 0.4136, 0.4597, 0.5127, 0.5726,
0.6094, 0.6256, 0.6394, 0.6671, 0.6855, 0.7177, 0.7385, 0.7638, 0.7892, 0.8306, 0.8606, 0.8790,
0.9136, 0.9528] si y = [0.0892, 0.1944, 0.2266, 0.2558, 0.2763, 0.2851, 0.2763, 0.2705, 0.2529,
0.2383, 0.2412, 0.2763, 0.3289, 0.3670, 0.4137, 0.4576, 0.5190, 0.5658, 0.5921, 0.6126, 0.6155,
0.6155, 0.6067, 0.5921, 0.5863].
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La diverse teste experimentale, se observa cd metoda Lagrange genereaza o aproximare cu
variatii foarte mari ale valorilor punctelor diviziunii, obtinandu-se o eroare medie err Lagrangel =
3.6522¢+003 si o eroare medie patratica err Lagrange2 = 3.9720e+008. In exemplul de mai jos
(Figura 4a si 4b), reteaua neuronala realizeaza o aproximare a functiei cu eroarea medie patratica:
err RNA =0.0181.

1
1, . . -
Interpolare Lagrange I Aproximare neuronala
Al 0.8
08¢ \
06| e )
04} & 04}
: *hdry L
p2f g*T T *Eg 02l
U L ! . I I I I
0 05 1 StopTraiing | 04 06 08 1
Figura 4a. Aproximare prin interpolare Figura 4b. Aproximare neuronala

Metoda neuronala furnizeaza rezultate dependente de eficienta invatarii retelei, iar eroarea
medie patratica obtinuta este mai mica decat cea generatd de metoda numerica.

5. Concluzii

Acest articol prezintd comparativ doua metode de aproximare a unei functii reale: metoda
numericd de aproximare prin interpolare Lagrange si metoda de aproximare neuronald folosind
retele neuronale feed-forward antrenate cu algoritmul Backpropagation. Studiul metodelor de
estimare si propagare a erorilor de aproximare a unei functii evidentiaza complexitatea si
complementaritatea tehnicilor numerice si neuronale. Tehnicile numerice furnizeaza uneori
rezultate exacte, alteori rezultate cu erori mari, pe cand metodele neuronale nu genereaza rezultate
exacte, 1nsad sunt instrumente foarte eficiente de aproximare numerica.
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