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Rezumat: Cele mai multe probleme de optimizare care apar în practică au un caracter multi-obiectiv deoarece în cadrul 
lor este necesar să fie optimizate simultan mai multe funcţii obiectiv. 

În acest articol se realizează o analiză a modului de rezolvare a problemelor de optimizare multi-obiectiv, cu accent pe 
rezolvarea bazată pe algoritmi evolutivi. Se prezintă o clasificare a tehnicilor de optimizare în enumerative, deterministe 
şi stocastice. Din cadrul tehnicilor de optimizare stocastice sunt detaliaţi algoritmii de calcul evolutiv (Evolutionary 
Algorithms – EA). Aceşti algoritmi sunt folosiţi cu succes pentru rezolvarea problemelor de optimizare multi-obiectiv. Se 
prezintă concepte de  bază utilizate în cadrul algoritmilor evolutivi şi se trec în revistă mai mulţi algoritmi evolutivi 
pentru rezolvarea problemelor de optimizare multi-obiectiv. În final, se rezolvă patru probleme de optimizare multi-
obiectiv, cu ajutorul unui cunoscut algoritm evolutiv: algoritmul genetic cu sortare ne-dominată (Non-Dominated Sorting 
in Genetic Algorithms - NSGA-II). Programul Matlab ce implementează algoritmul NSGA-II calculează frontiera Pareto 
a celor patru probleme considerate. 

Abstract: Most optimization problems that arise in practice have multiple objectives because they suppose to optimize 
simultaneously several objective functions. 

In this article we analyze several approaches for solving multi-objective optimization problems, focusing on the 
approaches based on evolutionary algorithms. We present a classification of optimization techniques in enumerative, 
deterministic and stochastic. From the stochastic optimization techniques are detailed Evolutionary Algorithms - EA. 
These algorithms are successfully used for solving multi-objective optimization. We present the basic concepts used in 
evolutionary algorithms and an overview of several evolutionary algorithms for solving multi-objective optimization 
problems. Finally, we solve four multi-objective optimization problems using a well-known evolutionary algorithm 
called the Non-Dominated Sorting Genetic Algorithms - NSGA-II. The Matlab program, that implements the algorithm 
NSGA-II, computes the Pareto frontier of the four multi-objective optimization problems considered. 

Key Words: Multi-objective optimization, Evolutionary Algorithms, Non-Dominated Sorting Genetic Algorithms, 
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1. Introducere 

Cele mai multe probleme de optimizare care apar în practică au un caracter multi-obiectiv 
deoarece în cadrul lor este necesar să fie optimizate simultan mai multe funcţii obiectiv. 
Problemele de optimizare multi-obiectiv joaca un rol important în inginerie, management şi în 
multe alte domenii. Funcţiile obiectiv în cadrul unei probleme de optimizare multi-obiectiv pot să 
fie, în cele mai multe cazuri, în conflict. De exemplu în acelaşi timp unele dintre funcţiile obiectiv 
trebuie maximizate iar altele minimizate. De asemenea optimul realizat pentru anumite funcţii 
obiectiv nu coincide cu optimul realizat de alte funcţii obiectiv. Găsirea unor soluţii care să 
realizeze un compromis, cu o bază raţională, a reprezentat o provocare pentru cercetători de-a 
lungul timpului.  

O problemă de optimizare multi-obiectiv poate fi definită ca problema găsirii unui vector 
(componentele acestuia având semnificaţia de variabile de decizie) care satisface anumite restricţii 
şi optimizează o funcţie vectorială ale cărei componente reprezintă funcţiile obiectiv [18]. Aceste 
funcţii descriu din punct de vedere matematic criterii de performanţă care de cele mai multe ori 
sunt în conflict una cu alta. Termenul de “optimizare” înseamnă găsirea unei soluţii care furnizează 
valori pentru funcţiile obiectiv acceptabile de către decident. 

Articolul este organizat astfel: se prezintă o clasificare a tehnicilor de optimizare în 
enumerative, deterministe şi stocastice şi se dau exemple de tehnici de optimizare din cadrul 
fiecărui tip. Sunt detaliate câteva puncte tari şi puncte slabe ale acestor tehnici de optimizare. Se 
prezintă apoi algoritmii bazaţi pe tehnici de inteligenţă artificială. Se pune accentul pe algoritmii de 
calcul evolutiv (Evolutionary Algorithms – EA) care pot fi utilizaţi cu succes pentru rezolvarea 
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problemelor de optimizare multi-obiectiv. Se prezintă concepte de  bază utilizate în cadrul 
algoritmilor evolutivi şi se trec în revistă mai mulţi algoritmi evolutivi pentru rezolvarea 
problemelor de optimizare multi-obiectiv. 

În final, se rezolvă patru probleme de optimizare multi-obiectiv cu ajutorul unui cunoscut 
algoritm evolutiv: algoritmul genetic cu sortare ne-dominată (Non-Dominated Sorting in Genetic 
Algorithms - NSGA-II). Programul Matlab ce implementează algoritmul NSGA-II calculează 
frontiera Pareto a celor patru probleme. 

2. Tehnici de optimizare 

În general tehnicile de optimizare sunt clasificate în trei categorii: enumerative, deterministe şi 
stocastice. Figura 1 ilustrează exemple din fiecare tip [2]. 

 
Câteva puncte tari şi puncte slabe ale acestora sunt detaliate în continuare [2]. 

Cele mai simple tehnici de optimizare sunt cele enumerative. În cadrul acestor tehnici este 
evaluată fiecare posibilă soluţie în spaţiul de căutare care are un număr finit de soluţii admisibile.  
Totuşi se poate observa cu uşurinţă că această tehnică este ineficientă sau chiar infezabilă atunci 
când spaţiul de căutare are un număr mare de elemente.  

Cum majoritatea problemelor din viaţa reală sunt intensiv computaţionale trebuie implementate 
reguli de limitare a spaţiului de căutare pentru a  obţine “soluţii acceptabile” într-un timp 
“acceptabil”. Algoritmii determinişti încearcă acest lucru prin încorporarea de cunoștințe privind 
domeniul problemei. Algoritmii “greedy” aleg optime locale, presupunând că sub-soluţiile optimale 
sunt totdeauna parte a soluţiei optime globale.  Algoritmii “Hill-climbing” caută în direcţia de 
ascensiune cea mai abruptă de la o poziţie curentă. Aceşti algoritmi lucrează bine pe funcţii 
unimodale, dar prezenţa optimului local, a platourilor şi a crestelor reduc eficienţa algoritmilor. 
Algoritmii “Greedy” şi “Hill-climbing”, extind un nod în mod repetat, examinează toţi posibili 
succesori (pentru extindere către nodul cel mai bun) şi nu păstrează nici o înregistrare a nodurilor 
extinse pe care le-a urmărit. 

Tehnicile de căutare “branch and bound” necesită algoritmi specifici (euristici sau de decizie) 
pentru a limita spaţiul de căutare. Aceştia calculează legături la un nod dat care determină când un 
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Figura 1. Abordări privind optimizarea globală
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nod este “promiţător”. Apoi legăturile nodurilor sunt comparate şi algoritmul trece către nodul “cel 
mai promiţător”. În căutarea “depth-first” ordinea de căutare este independentă de localizarea 
soluţiei (cu excepţia căutării de finalizare). Ea extinde un nod, generează toţi succesorii, extinde un 
succesor şi aşa mai departe. Atunci când căutarea este blocată (adică de ajunge la nivelul cel mai de 
jos al arborelui) se rezumă la cel mai adânc nod din stânga. Căutarea “breadth-first” diferă de 
căutarea “depth-first” prin acţiunile pe care le ia după extinderea unui nod, când explorează 
progresiv arborele, un nivel la un moment dat. Căutarea “best-first” foloseşte informaţie euristică 
pentru a plasa valori numerice într-un nod “promiţător”. În final căutarea “calculus-based” necesită 
continuitate în domeniul unor variabile pentru ca o valoare optimă să se poată obţine. 

Algoritmii determinişti sunt utilizaţi într-o gamă largă de probleme. Totuşi multe probleme de 
optimizare multi-obiectiv sunt de dimensiune mare, discontinue, multimodale şi/sau NP complete. 
Metodele deterministe sunt adesea ineficiente când se aplică la probleme NP complete sau când se 
aplică la probleme de dimensiune mare din cauză că ele depind de cerinţe privind domeniul 
problemei pentru a direcţiona sau a limita căutarea în spaţiul mare de căutare. Aceste probleme sunt 
numite neregulate. Din cauză că multe probleme de optimizare multi-obiectiv sunt neregulate 
tehnicile de căutare enumerative şi deterministe au un grad de eficienţă scăzut. Ca abordări 
alternative pentru rezolvarea acestor probleme “neregulate” au fost dezvoltate alte tehnici de 
căutare stocastică şi abordări de optimizare cum ar fi călirea simulată (“Simulated Annealing”), 
metodele Monte Carlo, căutarea “tabu search” şi algoritmi de calcul evolutiv (“Evolutionary 
Algorithms” – EA). Acestea nu pot garanta că soluţia găsită este cea optimă. Ele găsesc în general 
soluţii bune pentru o gamă largă de probleme de optimizare în care metodele tradiţionale 
deterministe întâmpină greutăţi.  

3. Algoritmi de calcul evolutiv 

Dintre algoritmii bazaţi pe inteligenţă artificială avansată fac parte algoritmii de calcul evolutiv 
(“Evolutionary Algorithms” – EA). Algoritm evolutiv este un termen generic pentru mai multe 
metode de căutare stochastice care simulează computaţional procesul de evoluţie naturală. Ca 
domeniu de cercetare domeniul algoritmilor evolutivi este un domeniu tânăr, deşi tehnici asociate 
lui există de aproape 50 de ani. Algoritmii evolutivi cuprind algoritmii genetici (Genetic 
Algorithms - GA) strategii de evoluţie (Evolution Strategies - ES) şi programarea evolutivă 
(Evolutionary Programming - EP). Aceste tehnici sunt bazate pe conceptul de evoluţie din natură şi 
pe conceptul lui Darwin de supravieţuire a celui mai bine adaptat. Ceea ce este comun acestora sunt 
competiţia, variaţia aleatoare, reproducerea şi selecţia de indivizi dintr-o populaţie. În general 
algoritmii evolutivi constau dintr-o populaţie de soluţii (indivizi) manipulată printr-un set de 
operatori şi evaluaţi printr-o funcţie de potrivire “fitness”. Fiecare valoare de potrivire asociată 
soluţiei determină cine va supravieţui într-o nouă generaţie.  

3.1. Concepte generale privind algoritmii evolutivi 

O structură sau individ este o soluţie codificată a unei probleme. În mod obișnuit un individ 
este reprezentat de un şir (sau şir de şiruri) ce corespunde la un genotip biologic. Acest genotip este 
compus din unul sau mai mulţi cromozomi, unde fiecare cromozom este compus din gene care iau 
diverse valori (alele) dintr-un alfabet genetic. Un loc (poziţie) identifică o poziţie a genei în cadrul 
unui cromozom. În final o mulţime de cromozomi este numită populaţie. Un exemplu privind 
aceste concepte este ilustrat în figura 2 (pentru cromozomi cu valori binare).  

În matricea din figura 2, pe linii se află cromozomii, care reprezintă şiruri finite de valori 
binare. Mulţimea liniilor matricei reprezintă populaţia asupra căreia acţionează operatorii evolutivi. 

Ca şi în natură operatorii evolutivi operează pe o populaţie încercând să genereze soluţii cu o 
cât mai mare potrivire (fitness). Operatorii principali sunt operatorii de mutaţie, recombinare şi 
selecţie.  
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0 0 1 0 1 0 1 1 1 0

 
Cromozom (şir)  
 
Cromozom (şir) 
 
 
 
 
 
 
 
 
 
Cromozom (şir) 

Figura 2. Structura de date şi terminologia algoritmilor evolutivi 
 

Componentele unui algoritm evolutiv sunt:  

• populaţia  - mulţime de indivizi (soluţii); 

• părinţii - membrii generaţiei curente; 

• copiii - membrii generaţiei următoare; 

• generaţia –o populaţie creată în cadrul unei iteraţii. 

Structura de date este compusă din: 

• cromozomi - formă de a codifica soluţia: vector (şir) ce constă din gene cu alele 
asignate 

• potrivire (fitness) - număr asignat unei soluţii (ceea ce se doreşte).    

Cromozomii cu valori reale folosesc aceleaşi operaţii de mutaţie, recombinare şi selecţie deşi 
sunt implementate diferit. 

Toţi algoritmii evolutivi folosesc nişte submulţimi de variaţie a acestor operaţii. Există multe 
variaţii ale operatorilor de bază. Acestea sunt dependente de domeniul problemei, de restricţii şi 
afectează structura cromozomială şi a atelelor. Un algoritm evolutiv are atât o funcţie de fitness cât 
şi una obiectiv care sunt fundamental diferite. Funcţia obiectiv defineşte condiţia de optimalitate a 
algoritmilor evolutivi (şi este o caracteristică a domeniului problemei) în timp ce funcţia de fitness 
(în domeniul algoritmului) este o măsură a cât de bine o soluţie particulară satisface condiţia de 
optimalitate şi asociază o valoare reală corespunzătoare acelei soluţii.  

Multe alte tehnici de selecţie sunt implementate de către algoritmii evolutivi. De exemplu 
"turneu" şi "ordonare". Operatorii de selecţie “turneu” operează prin alegerea aleatoare a unui 
număr q de indivizi din populaţia generată şi selectează pe cel mai bun pentru a supravieţui în 
generaţia următoare. Turneele binare (q=2) sunt probabil cele mai cunoscute. "Ordonarea" 
asignează probabilităţi de selecţie numai pe baza rangului individului ignorând valorile fitness. 
Două alte tehnici de selecţie sunt strategiile de selecţie (μ+λ) şi (μ, λ) unde μ reprezintă numărul de 
soluţii părinţi şi λ  numărul de copii. Primul selectează μ cei mai buni indivizi extraşi atât dintre 
părinţi cât şi dintre copii, cel de-al doilea selectează μ indivizi numai din populaţia de copii.  

De ce este atât de importantă alegerea tehnicii de selecţie a algoritmului evolutiv ? Două 
obiective conflictuale sunt comune tuturor algoritmilor evolutivi de căutare: explorarea şi 
exploatarea. Un element esenţial al selecţiei unui algoritm evolutiv este mecanismul de control care 
determină tipul de căutare executat. O clasificare generală a tehnicilor de selecţie conţine: tehnici 
proporţionale, liniare, tehnici de ordonare, turnee şi selecţie (μ, λ) [1]. 
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În final, momentul în care se opreşte execuţia unui algoritm evolutiv, este determinat de o 
funcţie de decizie. 

 

Diferenţele majore între trei instanţieri ale calculului evolutiv (algoritmii genetici - GA, 
strategii evolutive - ES şi programarea evolutivă - EP), din punct de vedere al  operaţiilor de 
mutaţie, recombinare şi selecţie, sunt prezentate în Tabelul 1.  

Tabelul 1. Diferenţe majore între EP, ES şi GA 

Tip de algoritm 
evolutiv 

Reprezentare Operatori evolutivi 

Programarea evolutivă Valori reale Mutaţie şi selecţie  (μ+λ) 

Strategii de evoluţie Valori reale şi parametri 
strategici 

Mutaţie, recombinare şi selecţie 
(μ+λ) sau selecţie (μ, λ) 

Algoritmii genetici Valori binare istorice; valori 
reale  

Mutaţie, recombinare şi selecţie 

3.2. Algoritmi evolutivi pentru rezolvarea problemelor de optimizare  
multi-obiectiv 

Potenţialul algoritmilor evolutivi pentru rezolvarea problemelor de optimizare multi-obiectiv 
fost demonstrat în anii 1960 de către Rosenberg în teza lui de doctorat [22]. Studiul lui Rosenberg 
conţine o sugestie care a condus către optimizarea multi-obiectiv. Sugestia a fost folosirea de 
“proprietăţi” în simularea genetică şi chimică a unei populaţii de organisme cu o singură celulă. 
Prima implementare a ceea ce numim astăzi ca algoritm evolutiv pentru rezolvarea problemelor de 
optimizare multi-obiectiv (Multi-Objective Evolutionary Algorithm - MOEA) este dat de David 
Schaffer, care propune algoritmul genetic de evaluare vectorială (Vector Evaluation Genetic 
Algorithm- VEGA) în 1984 (în teza lui de doctorat [23]). Lucrarea lui Schaffer a fost prezentată la 
conferinţa First International Conference on Genetic Algorithms [24]. Este interesant de observat 
că problema fără restricţii cu două funcţii obiectiv propusă de acesta a devenit o problemă uzuală 
de test pentru a valida mai multe tehnici de optimizare multi-obiectiv evolutive în următorii ani. 

Algoritmii evolutivi pentru rezolvarea problemelor de optimizare multi-obiectiv sunt cunoscuţi 
în literatura de specialitate ca algoritmi MOEA (Multi-Objective Evolutionary Algorithm – 
MOEA).  

O listă cu algoritmi MOEA este furnizată în continuare: 

• algoritm genetic pentru evaluare vectorială (Vector Evaluated GA - VEGA) [17], [23], [24] 

• algoritm genetic - Ordonare lexicografică (Lexicographic Ordering GA) [9] 

• Strategie evolutivă de optimizare vectorială (Vector Optimized Evolutions Strategy - Voes) 
[15] 

• algoritmi genetici bazaţi pe ponderare (Weight-Based GA - WBGA) [10] 

• algoritm genetic multi-obiectiv (Multiple Objective GA - MOGA) [8] 

• Niched Pareto GA (NPGA, NPGA 2) [7], [11] 

• algoritm genetic prin sortare ne-dominată (Nondominated Sorting GA - NSGA, NSGA-II) 
[5], [6], [25] 

• algoritm genetic Pareto bazat pe distanţă (Distance-based Pareto GA - DPGA) [19], [20] 

• algoritm genetic termodinamic (Thermodynamical GA - TDGA) [12] 
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• algoritm evolutiv puternic Pareto (Strength Pareto Evolutionary Algorithm - SPEA, 
SPEA2) [27].[28] 

• algoritm genetic multi-obiectiv dezordonat (Multi-Objective Messy GA - MOMGA-I,II,III) 
[3], [4], [26],  [29], [30] 

• algoritm evolutiv arhivat Pareto (Pareto Archived ES - PAES) [13], [14] 

• algoritm de optimizare multi-obiectiv Bayesian (Multi-Objective Bayesian Optimization 
Algorithm - mBOA) [16], [21] 

4. Studiu de caz  

Algoritmii clasici de optimizare au dificultăţi adesea în găsirea optimului global sau în cazul 
optimizării multi-obiectiv în determinarea frontierei Pareto. Pentru a rezolva problemele de 
optimizare multi-obiectiv, cercetarea a fost direcţionată către algoritmi evolutivi. 

Studiul de caz din lucrarea de faţă se referă la patru probleme de optimizare multi-obiectiv 
numite MOP1, MOP2, MOP3 şi MOP4, fiecare cu câte două funcţii obiectiv şi restricţii. Aceste 
probleme sunt rezolvate cu un cunoscut algoritm evolutiv - algoritmul genetic cu sortare ne-
dominată (Non-Dominated Sorting in Genetic Algorithms - NSGA-II). Algoritmul genetic cu 
sortare ne-dominată (Non-Dominated Sorting in Genetic Algorithms - NSGA) [25] este un algoritm 
popular bazat pe non-dominare pentru optimizare multi-obiectiv. Este un algoritm eficient dar a 
fost, în general criticat pentru complexitatea de calcul, lipsa de elitism şi pentru alegerea apriori a 
unui parametru optim pentru  partajare. A fost dezvoltată apoi o versiune modificată [6] care are un 
algoritm de sortare mai bun, încorporează elitism şi nu este necesar să se aleagă apriori un 
parametru pentru partajare. 

Programul realizat, ce are la bază algoritmul NSGA-II, este o adaptate a programului „open 
source” a lui Aravind Seshadri din biblioteca MatLab Central.  Programul are 11 funcţii si este 
realizat în MatLab. Cu ajutorul acestui program au fost rezolvate problemele de optimizare multi-
obiectiv MOP1 - MOP4. Problema constă în a găsi frontiera Pareto globală pentru funcţia 
vectorială f=(f1,f2) pentru fiecare dintre problemele MOP1 - MOP4. 

Prima problemă numită MOP1 este: 
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Cu restricţiile 10 ≤≤ ix , i=1,2,...,6. 

Frontiera Pareto globală este ilustrată în figura 3. 

A doua problemă numită MOP2 este: 
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Cu restricţiile 10 ≤≤ ix , i=1,2,...,6. 

Frontiera Pareto globală este ilustrată în figura 4. 
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Figura 3. Frontiera Pareto pt. problema 
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A treia problemă numită MOP3 este: 
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Cu restricţiile 10 ≤≤ ix , i=1,2,...,6. 

Frontiera Pareto globală este ilustrată în figura 5. 

A patra problemă numită MOP4 este: 
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Cu restricţiile 10 ≤≤ ix , i=1,2,...,6. 

Frontiera Pareto globală este ilustrată în figura 6. 

S-a considerat că numărul de indivizi în populaţie = 200 şi numărul de generaţii = 1000. 

  
Figura 5. Frontiera Pareto pt. problema MOP3 Figura 6. Frontiera Pareto pt. problema MOP4 
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5. Concluzii 

În lucrare s-a realizat o analiză a modurilor de rezolvarea a problemelor de optimizare multi-
obiectiv prin algoritmi clasici şi prin algoritmi bazaţi pe Inteligentă Artificială avansată. Domeniul 
Optimizărilor Multi-obiectiv este extrem de complex şi dificil din punct matematic. El posedă 
multe sub-domenii puţin cercetate şi probleme remarcabile. Algoritmii bazaţi pe inteligenţă 
artificială folosiţi pentru rezolvarea problemelor de optimizare multi-obiectiv sunt algoritmii 
evolutivi. 

Algoritmii de inteligenţă artificială au un caracter euristic. Ei sunt aplicaţi de cele mai multe ori 
la probleme în care abordările cu algoritmi clasici de optimizare au performanţe slabe sau foarte 
slabe. Aceşti algoritmi sunt eficienţi în sensul că produc soluţii suboptimale într-un interval 
rezonabil de timp. De multe ori au fost elaborate metode euristice  de optimizare care se aplica unor 
clase largi de probleme de optimizare. Astfel de metode au fost numite meta-euristici. De exemplu 
algoritmii evoluţionişti sau cei de tip Simulated Annealing, metodele Monte Carlo, căutarea “tabu 
search”  sunt exemple de meta-euristici. 

În concluzie pentru a se obţine soluţii bune la problemele de optimizare (multi-obiectiv) este 
bine să se utilizeze atât algoritmi determinişti clasici cât şi algoritmi bazaţi pe inteligenţă artificială. 
Există probleme la care cea mai bună alegere pentru rezolvarea lor o reprezintă algoritmii clasici 
cunoscuţi, la fel cum, există probleme care pot fi rezolvate numai prin aplicarea algoritmilor bazaţi 
pe inteligenţă artificială. 
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