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Rezumat. Obiectivul principal al metodelor predictive il constituie cautarea de modele optimale pentru diferite metode
de modelare: clasice (regresia multipld, analiza discriminantd), mai putin clasice (segmentarea) sau de instruire (retelele
neuronale, agregarea de modele, masinile cu suport vectorial). Articolul se concentreazd pe prezentarea sub o forma
omogena si sinteticad a celor mai frecvent utilizate metode de instruire supervizata pentru descoperirea de cunostinte din
volume (foarte) mari de date (Big data, DCD) pentru sprijinirea deciziilor in diverse domenii de aplicare. Pentru fiecare
metodd au fost evidentiate, dupd caz, o serie de aspecte specifice esentiale pentru prospectorul de date: domeniile de
aplicabilitate, semnificatiile coeficientilor, puterea de discriminare a caracteristicilor, metodele de selectie a variabilelor,
adecvarea modelului cu datele observate, masurarea performantelor, separarea estimarii modelului de estimarea erorilor
de previziune, controlul supra-invatarii, caracterizarea si interpretarea rezultatelor, performantele computationale.
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Abstract: The main objective of predictive methods is the search for optimal models for various modeling techniques:
classical (multiple regression, discriminant analysis), less classic (classification and regression tree) or machine learning
(neural networks, ensemble methods, support vector machines). The article focuses on an uniform and synthetic
presentation for the supervised learning methods the most commonly used for knowledge discovery from (very) large
amount of data (Big data, KDD) for decision support in various fields of application. For each method were highlighted,
as appropriate, a number of specific issues, essential for an data prospector: the fields of the application, the significances
of the coefficients , the discrimination power of the characteristics, the methods for selection of variables, the
appropriateness of the model with the observed data, the performances measurement, the separation of model estimation
error from the prediction estimation errors, over-learning control, characterization and interpretation of results,
computational performances.
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1. Introducere

Mediul economic, social si politic in care se iau in prezent deciziile se caracterizeaza printr-o
dinamica pronuntata si continud in care tehnologiile avansate devin un determinant major al stilului
de viatd uman. Numarul céilor de actiune posibile poate fi foarte mare, gradul de incertitudine
poate face foarte dificila previziunea consecintelor ludrii unei decizii, efectele unor erori in luarea
deciziilor ar putea fi dezastruoase datoritd complexitatii operatiilor si reactiilor in lant pe care
aceste erori pot sa le cauzeze [9, 10].

Convergenta procesdrii informatiei cu tehnicile de comunicatii, ilustrata elocvent mai ales prin
dezvoltarea exponentiala a Internet-ului, a determinat aparitia unor enorme cantititi de date,
informatii §i cunostinte reprezentate in forme din cele mai diverse. Aceastd cantitate imensa de
informatii este sporitd, in continuu, nu doar de dezvoltdrile permanente ale web-ului dar si de
aparitia agresiva a unor tehnologii emergente precum sistemele dedicate (embeded), sistemele
mobile si respectiv sistemele omniprezente (ubiquitous) de prelucrare a informatiei [1, 2, 3, 5, 6, 7,
14, 15].

Este, deci, indiscutabil de clard necesitatea extragerii de informatii si de cunostinte, din aceste
masive de date distribuite, In primul rand pentru asistarea proceselor decizionale. In acest sens,
esential este faptul ca este nevoie de a reprezenta in mod explicit caracteristici importante ale
informatiilor, care nu mai sunt legate de reprezentarea abstractd a conceptelor lumii reale ci, mai
degraba, de obiectivul factorilor de decizie si anume sustinerea proceselor de analizd a datelor
orientate catre luarea deciziilor [9, 10, 12].

Menirea sistemelor suport pentru decizii este de a atenua efectul limitelor si restictiilor
factorului decizional in rezolvarea problemelor decizionale. In desfasurarea proceselor decizionale
pozitia centrala este ocupatd de intuitia si judecata umana iar metodele utilizate se bazeaza pe

Revista Romana de Informatica si Automatica, vol. 25, nr. 3, 2015 http://www.rria.ici.ro 57



analiza datelor disponibile [4, 9, 10, 12, 16, 20, 21, 23].

Principalele concepte si rezultate in domeniul asistarii cu mijloace informatice a activitatilor
din procesele decizionale, care presupun analiza datelor, au provenit din prelucrarea analitica on-
line (on-line analytical processing) si depozitarea datelor (data warehousing) precum si din
explorarea datelor si descoperirea cunostintelor (data mining and knowledge discovery) [10, 16, 17,
20, 21, 23].

2. Modelare in vederea previziunii

Descoperirea cunostintelor din baze de date (DCD) vizeaza cautarea de informatii relevante
pentru previziuni, in vederea sustinerii proceselor decizionale, recurgand la metode de instruire
(machine and statistical learning) care iau in considerare specificitatea volumelor de date, mari si
foarte mari.

Avand la dispozitie observatii asupra unei variabile explicative multidimensionale, X = {X'},;,
masuratd pe o multime de » indivizi, in functie de absenta sau prezenta unei variabile de explicat ¥
observata in conjunctie cu X, se pot distinge doua tipuri de probleme, numite de instruire:

e probleme de instruire nesupervizatd, absenta variabilei de explicat: sd se gidseasca o
tipologie sau taxinomie a observatiilor, cum sd fie acestea grupate in clase cat mai
omogene dar cat mai diferite intre ele;

e probleme de instruire supervizatd sau de modelare, prezenta variabilei de explicat: sa se
gdseasca, observandu-1 pe X, o functie ¢ susceptibila sa reproduca ,,cel mai bine” (conform
unui criteriu ce urmeaza a fi definit) pe ¥, ¥ = ¢(X) + & unde ¢ simbolizeaza eroarea sau
zgomotul de masurare.

Modelarea sau discriminarea, respectiv, deducerea unui model de previziune pentru o variabila
tintd, constituie obiectivul principal urmarit in demersul inferential si confirmatoriu [8, 18, 19]
pentru aplicatiile DCD. Tehnicile cele mai frecvent utilizate in atingerea acestui obiectiv au fost:
modelele liniare, analiza discriminantd, retelele neuronale, masinile cu suport vectorial, arborii de
clasificare si de regresie, agregarea modelelor [2, 8, 12, 13, 22, 24].

Principalele aspecte evolutive privind modelarea in vederea previziunii au fost [2]:

e anii 1940-1970. Statistica: o problemd, asociata cu o ipotezad discutabild, un experiment
planificat cu p < /0 variabile observate pe n = 30 indivizi, un model liniar presupus real, un
test, o decizie, un raspuns, un volum de date de ordinul hectooctetilor.

e anii 1970. Se generalizeaza primele instrumente /7 : analiza datelor (multivariate statistics)
exploreaza, fara a pretinde un model, volume mai mari de date kiloocteti.

e anii 1980. In inteligenta artificiald sistemele expert, considerate depasite, sunt inlocuite de
instruirea retelelor neuronale (ANN learning) iar in statisticd sunt abordate modelele
neparametrice sau functionale, volumul de date megaocteti.

e anii 1990. Prima schimbare de paradigma: datele nu mai sunt planificate, ele sunt culese si
stocate pentru activitatile curente ale companiilor dar sunt valorificate pentru sprijinirea
proceselor decizionale [9], este momentul aparitiei marketing-ului cantitativ si al
gestionarii relatiilor cu clientii (CRM), volumul datelor gigaocteti.

e anii 2000. A doua schimbare de paradigma: numarul p al variabilelor ,,explodeaza”(p >> n,
p = 105), obiectivul privind calitatea previziunii prevaleaza asupra realititii modelului
(acesta devenind ,,cutie neagrda”), machine learning si statistics se reunesc in statistical
learning [13, 25], modelele ,,bune” sunt acelea care asigurad un ,,echilibru” intre bias si
varianta, respectiv, o minimizare coordonatd a erorilor de aproximare (bias) si a erorii de

estimare (variantd), volumul datelor teraocteti.

e anii 2010. A treia schimbare de paradigma: in multe aplicatii numarul », de indivizi,
»~explodeaza”, bazele de date debordeazad (big data) si sunt structurate in nori (cloud),
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mediile computationale sunt grupate (c/uster) dar puterea acestora tot nu este suficienta
pentru complexitatea (greed) algoritmilor, apare o a treia notiune privind eroarea, o
optimizare indusa prin limitarea timpului de calcul sau a volumului/fluxului de date luate
in considerare, decizia devine adaptiva sau secventiald, volumul datelor este de ordinul
petaoctetilor.

e anul 2014. Comisia Europeana programeaza doud domenii de abordare pentru big data:
imbunatatirea capabilitatii companiilor de a realiza produse si servicii de date, inovatoare si
multilingve si rezolvarea problemelor de cercetare (fundamentald si aplicativa cu orientare
catre piatd) privind capabilititile analiticilor predictive de a sustine scalabilitatea si
capacitatea de reactie [11].

3. Estimarea calitatii previziunii

Performanta unui model, rezultat al unei metode de instruire, se evalueaza prin capacitatea sa
de previziune sau de generalizare. Masurarea acestei performante este foarte importanta pentru
prospectorul de date deoarece permite selectia unui model optim dintr-o familie de modele asociata
metodei de invitare utilizate, ghideaza alegerea metodei compariand modelele selectionate ntre ele
si oferd o masura a calitétii sau a Increderii care se poate acorda previziunii.

Estimarea calitatii previziunii este un element central al oricarei strategii DCD. In principiu,
sunt avute in vedere trei tipuri de abordari: partitionarea esantionului pentru a separa estimarea
modelului de estimdrile erorii de previziune, penalizarea erorii de ajustare luand in cosideratie
complexitatea modelului sau recurgerea la simuldri implicind multiplicarea calculelor. Alegerea
uneia dintre aborddri depinde de mai multi factori intre care dimensiunea esantionului initial,
complexitatea modelului anvizajat, varianta erorii, complexitatea algoritmilor adicd volumul de
calcule admisibil.

Fie Y = p(X) + ¢ modelul de estimat cu ¢ independent de X, M(e) = 0 si var(e) = o°, fie F legea
lui Y in conjunctie cu X, si fie z = {(x;, y;)}"; un esantion. Eroarea de previziune a modelului este

definita prin: &(z, F) = M [O(Y, ¢(X))], unde Q este o functie de pierdere.

Daca variabila Y de previzionat este cantitativa functia de pierdere este, in general, patratica
O(y, ) = (v — 7)° iar dacd Y este calitativa Q este un indice de misclasare Q(y, ) = I -

In cazul cantitativ eroarea de previziune, intr-un punct x , se descompune astfel:
&(x) = o” + bias’ + varianti.

Cu cat un model este mai complex, adicd cu un numar mai mare de parametri, cu atat el este
mai flexibil, respectiv, se poate ajusta cu atat mai bine la datele observate si deci bias-ul séu va
putea fi cu atat mai redus. Dar, pe de altd parte, varianta creste odatd cu numarul de parametri de
estimat adica odata cu complexitatea modelului. Pentru a minimiza riscul patratic, definit mai sus,
solutia este de a cduta un compromis cat mai ,.,bun” intre bias si varianta, de a accepta bias-area
estimarii pentru a reduce cat mai favorabil varianta.

Un crieriu de estimare a erorii de previziune, care exprima calitatea de ajustare a modelului pe
esantionul observat, este & =(1/n)Y." =100, G(x;)).

In cazul cantitativ, acest criteriu este minimizat prin cercetarea celor mai mici patrate, in cazul
calitativ estimarea este rata de misclasare.

Modul cel mai simplu de a estima, fara bias, eroarea de previziune consta in a calcula & pe un
esantion independent care nu a participat la estimarea modelului.

Daca dimensiunea esantionului este suficient de mare, se procedeaza la separarea esantionului
in trei parti numite de instruire, de validare si de test z = Zins U Zvat Y Ztest):

o &p(zins) este minimizata pentru a estima modelul;

o  &p(zyu) serveste la compararea modelelor in interiorul unei aceleiagi familii pentru a-1
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selectiona pe acela care minimizeaza aceasta eroare;

o Zp(zss) este utilizatd pentru a compara intre ele cele mai ,,bune” modele ale fiecarei metode
considerate.

Daca dimensiunea esantionului este insuficientd calitatea ajustarii este degradata, varianta
estimarii erorii poate fi importanta dar nu poate fi estimatd si atunci selectia modelului se bazeaza
pe un alt tip de estimare a erorii de previziune recurgandu-se la simulare (validare incrucisatd) sau
la penalizare.

In situatiile in care legea F a esantionului nu este cunoscuti sau, de cele mai multe ori, atunci
cand nu se poate presupune ca este gaussiand, evaluarea distributiei estimatorului se face prin
simulare recurgandu-se la tehnici de bootstrap (sau reesantionare). Obiectivul este de a inlocui
ipotezele probabilistice, nu totdeauna verificate sau chiar neverificabile, prin simuldri implicand
mai multe calcule. Ideea de baza a bootstrap constd in substituirea distributiei de probabilitate F'
aferentd esantionului de invitare, necunoscuti, cu distributia empirici F obtinuti acordand o
pondere de I/n fiecarei realizari. Astfel se obtine un esantion de dimensiune 7, numit esantion
bootstrap, cu legea de distributie empirica F prin n extrageri aleatoare cu inlocuire dintre cele n
observatii initiale. Se poate obtine, fara dificultate, un numar mare de esantioane bootstrap pe care
sd se calculeze estimatorul respectiv. Legea simulatd a acestui estimator este o aproximare
asimptotic convergentd, in ipoteze rezonabile, a legii estimatorului. Aceastd aproximare ofera
estimari ale bias-ului, ale variantei (deci ale riscului patratic) si chiar intervalele de ncredere ale
estimatorului, fara vre-o ipoteza (normalitate) privind legea reala.

Fie z== {(x=, y=)}"; un esantion bootstrap al datelor:

e estimatorul plug-in al erorii de previziune, in care distributia F este inlocuita cu distributia
empirica F, este definit prin: &(z =, F) = (I/n)Y"=; nQ(y =, pz«(x=)), unde ¢z - reprezinti
estimarea lui ¢ pe z* ;

e estimarea bootstrap a erorii medii de previziune este dati de: oo = My [&(z =, F)] =

M) nQy =i, pz=(x%))] ;
e cstimarea obtinuta prin simulare va fi: &or = (I/K)Y. Kaer (I1)Y." =1 nOW =i, @z (X =)).

Estimarea erorii de previziune astfel construitd este, in general, biasata prin optimism deoarece,
datoritad simuldrilor, aceleasi observatii apar in acelasi timp si in estimarea modelului si In
estimarea erorii. Existd abordari care vizeaza corectia acestui bias. Estimatorul out-of-bag al erorii
de previziune §&,,, inspirat din validarea incrucisata, considera, pe de o parte, observatiile extrase in
esantionul bootstrap si, pe de altd parte, observatiile neutilizate la estimarea modelului dar retinute
pentru estimarea erorii:

oo = (I/n)Y" i1 By xe 1 OV iy 0z 75 (X %))

unde K; reprezinta multimea de indici ¥ ai esantioanelor bootstrap necontindnd a i-a observatie
dupa cele B simulari si B; reprezintd numarul | Kl al acestor esantioane. B trebuie sa fie suficient de

mare pentru ca orice observatie sa poatd sa fie extrasa cel putin o datd, altfel termenii cu K; = 0
trebuiesc omisi.

4. Modele liniare

Modelele liniare urmaresc sa prevada (sa explice sau sd prezicd) o variabila continua, numita
variabila de explicat (dependentd sau endogend) cu ajutorul unor variabile numite explicative
(exogene sau predictori). In cazul in care variabilele explicative sunt continue modelul este un
model de analiza a regresiei, daca acestea sunt variabile discrete (nominale) modelul este de analiza
dispersionald (sau analiza de variantd) iar dacd multimea variabilelor exogene este mixta modelul
este de analiza de covarianta.
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Analiza regresiei. In modelul de analizi a regresiei relatia dintre Y si X este presupusa liniar,
y=Xp+¢eunde: y=(y;, y2, ..., Vu)', reprezinta vectorul observatiilor asupra variabilei dependente Y,
X = {xy, xip = 1}"~{j9, este matricea observatiilor asupra variabilelor explicative, # = (8y, B1, ..., fp)’
reprezintd vectorul coeficientilor iar & = (ep,..., €)', este vectorul erorilor/reziduurilor. Pentru
evaluarea coeficientilor necunoscuti ai modelului, inclusiv a reziduurilor &; se dispune de un sistem
de n ecuatii liniare avand n+p+I necunoscute. Sistemul admite o infinitate de solutii; o solutie
posibild b = (by, by, ..., by) va trebui s3 minimizeze global multimea distantelor la modelul liniar
conform cu un anumit criteriu de definit; sunt alesi acei vectori b care minimizeazd multimea
valorilor {e,-}”izl . unde ei=Yi— (bo + blx,-l + ...+ bpx,-p).

Criteriul celor mai mici patrate conduce la calcule algebrice simple, se preteaza la interpretari
geometrice clare §i permite interpretdri interesante, motiv pentru care se utilizeaza cel mai des.
Estimarea functiei de regresie liniard multipld presupune determinarea coeficientilor by, by, ..., b,
prin metoda celor mai mici patrate pornind de la observatiile { yi;, Xip = 1, Xiz, ..., Xip } =1 S€
presupune ca variabilele sunt centrate, ceea ce implica by = 0; coeficientii functiei de regresie
liniara multipld sunt b = (X'X)”’X'y. Cautarea lui y sub forma unei combinatii liniare de x; se reduce
la a defini y intr-un subspatiu Vy generat de variabilele explicative.

Metoda ajustdrii celor mai mici patrate se reduce la aproximarea lui y prin proiectia sa
ortogonala §, pe Vx inlocuindu-1 pe b. Se va obtine § = Xb = X(X'X)'X'y = Pyy , unde Py este
operatorul proiectiei ortogonale pe Vy. Lungimile in R" pot fi interpretate in termeni de dispersie
deoarece (1/n) Ypyi = (I/n) Yt i — 7 ) + (I/n) Y i, unde (1/n) Y"i; v, este dispersia
totald, (1/n) X" (v;— ), este dispersia reziduala si (1/n) Y" 77 reprezinta dispersia explicata.

Pentru o evaluare globala a calitatii aproximarii se definesc: coeficientul de corelatie multipla,
R = cor(y, §) = cor(y, Xb) si coeficientul de determinare R’ = ¥"; 3/ ="y (adica dispersia
explicatd impartita la dispersia totald) sau R’ = y’X(X'X) 'X'y / y'y (in functie de datele initiale).
Dacid R’ =1 atunciy;=y; (V)i =1 +n adici modelul liniar ajusteazi perfect datele.

Prin minimizarea termenului Z"Heiz se maximizeaza termenul R, cu alte cuvinte metoda celor
mai mici patrate determind acea combinatie liniard a variabilelor explicative ce maximizeaza
corelatia cu variabila explicata y.

Din punctul de vedere al prospectorului de date aspectele cele mai interesante privesc
semnificatiile statistice ale coeficientilor de regresie, adecvarea modelului regresiei multiple la
datele observate, studiul reziduurilor, observatiilor aberante si influentei observatiilor asupra rezul-
tatelor, stabilizarea coeficientilor de regresie si tehnicile de obtinere de coeficienti stabili precum si
metodele de selectie a variabilelor (y se ,,explica” doar prin ¢ << p predictori) pentru a micsora
numarul de predictori, a creste viteza de calcul si a obtine formule stabile cu o putere predictiva buna.

Analiza dispersionald. Daca variabilele explicative sunt discrete (nominale) regresia multipla
devine analiza dispersionald. Se dispune in acest caz de n observatii asupra variabilei continue Y
observati in conjunctie cu cele p variabile nominale {X*}”,_; avand, respectiv, modalititile {z}”s;.

Matricea variabilelor explicative, X, se prezintd sub forma [X;* - =X = -+ =X,] adicd un
tablou disjunctiv complet. Pentru fiecare submatrice X suma coloanelor este egald cu vectorul 1,
existand p relatii liniare intre coloanele lui X. Sistemul de ecuatii normale are o infinitate de solutii,
toate solutiile duc la acelasi vector y care este proiectia lui y pe Vy, dar coeficientii b nu sunt unici.
Pentru a obtine o estimatie unicad b, trebuie impuse p restrictii liniare privind codificarile
variabilelor calitative. Cea mai des utilizata restrictie este ca suma coeficientilor lui b, relativ la
fiecare variabild nominald, si fie nuld, aceasta revine la suprimarea unei coloane din fiecare
submatrice si la inlocuirea coloanelor rdmase cu diferenta dintre ele §i coloana suprimata. Matricea
X, a variabilelor explicative astfel recodate este de rang maxim, rang(X = Y7 —;(my — ).

Pentru exemplificare, in cazul in care se dispune de doud variabile nominale 4 si B, numite
factori, avand /, respectiv, J modalitati, numite nivele, analiza dispersionald cu doi factori cu
interactiune se reduce la a efectua regresia variabilei y cu matricea de conditie X= [Z XX, X, 12]
cu rang(X;)=J; rang(X;)=K; rang(X;;)=JK, unde X; si X, sunt matricile indicator reduse ale celor
doi factori 4 si B iar X, este matricea interactiunilor corespunzind celor JK combinatii ale
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nivelelor lui 4 si B. In aceastd situatie modelul liniar devine y = I + X,a + Xof + X2y + € i deci
se poate utiliza un program de regresie multipla pentru a efectua o analiza dispersionala. Procedura
poate fi generalizatd la modele cu mai multi factori si nivele de interactiune de ordin superior.

O anumitd prudentd se impune, totusi, din mai multe motive: este dificil de apreciat si de
limitat clar natura ipotezelor testate; interactiunile de ordin superior pot duce la ,teste in lant”
delicat de interpretat; o interactiune, mai ales de ordin superior, se poate datora prezentei unor
observatii usor aberante caz in care procedura nu este robusta.

Modelele liniare generalizate extind modelele liniare clasice Tn doua directii: combinatia
liniard a; = bgxip + bpxis +...+ byx;, a variabilelor explicative poate fi o functie £ de M(y;) (numita
functie de legaturd), a; = {(M(y;)) in comparatie cu modelele liniare obignuite in care a; = M(y);
legea de probabilitate a lui y poate fi si un alt membru al clasei legilor exponentiale (legile
binomiale Poisson, Gamma) decat legea normala. Alegand diferite legi de probabilitate din clasa
legilor exponentiale si diferite functii de legatura pentru y, se pot obtine si alte modele, printre care
un loc important il ocupa modelele /og-liniare.

Ajustarea modelelor liniare generalizate se face prin metoda verosimilitatii maxime care, in
cazul legii normale, coincide cu metoda celor mai mici patrate.

5. Metode de discriminare

Metode geometrice. Metodele geometrice de analizd discriminantd, esentialmente descriptive,
se bazeaza pe notiunea de distanta si nu utilizeaza nici o notiune probabilista.

Se dispune de observatii privind p variabile cantitative {)(j}pjzl, jucand rolul de wvariabile
explicative si o variabila calitativa Y cu ¢ modalitati {k}?;, jucand rolul de variabila de explicat.
Cele p variabile explicative X' au fost observate pe un esantion {x;}";, de n indivizi. Variabila
nominala Y genereaza o partitie a celor # indivizi in g clase {4;}%—;.

Problema de discriminare (sau clasare) este urmatoarea: fiind dat un nou individ x, pe care au
fost observate variabilele explicative X’ dar nu si variabila de explicat ¥, se pune problema de a
decide modalitatea & a lui Y (sau clasa A, corespunzitoare) pentru x.

In context geometric, discriminarea poate fi interpretatd ca o Tmpartire a spatiului indivizilor in
regiuni, R, numite regiuni de decizie, fiecare regiune fiind asociati cu o clasi de indivizi. Regiunile
de decizie si implicit clasele corespunzitoare, se zic separabile daca pot fi separate prin suprafete,
S, numite suprafete de decizie. Daci suprafetele de decizie sunt hiperplane H, clasele se zic liniar
separabile. Suprafetele de decizie pot fi descrise cu ajutorul unei multimi G = {g} de functii numite
functii de discriminare sau functii de decizie. Functia de discriminare g ataseaza fiecare individ x
unei regiuni R, regiune delimitati prin intermediul unei multimi de suprafete de decizie. Functia de
discriminare este instruitd intro faza de instruire cand sunt stabilite clasele si suprafetele de decizie.
In faza de lucru (sau decizionald sau de afectare) functiei de discriminare i se prezinti date ale
caror clase nu se cunosc, noii indivizi fiind asociati uneia sau alteia dintre clasele stabilite.

Pentru rezolvarea problemelor de discriminare sunt stabilite reguli de decizie (sau de afectare)
si moduri de evaluare. Se disting urmatoarele trei cazuri de separabilitate:

1. Fiecare clasa A4y este separata de toate celelalte printr-o singura suprafatd de decizie. Functia
de decizie corespunzatoare clasei 4 este gi(x) : R® — R, k € [1, q], ecuatia suprafetei de decizie ce
separa clasa 4 de toate celelalte clase este: gi(x) = 0.

Pentru fiecare clasd Ay, [x € 4] — [gu(x) > 0]. Pentru un punct x’, nou, daca gi(x") > 0 si
gi(x") < 0, (V)¢ € [I, q], £ # k atunci x' este atasat clasei A;. Regiunea de decizie Ry,
corespunzitoare clasei 4y, este: Ry = {x € R’ | [gi(x) > 0] A [gd(x) < 0], (V) € [1, q), £ #k }.

2. Fiecare clasd este separatd de oricare alta printr-o suprafatd de decizie. Clasele sunt doua
céate doua separabile, cele g(g — 1)2 suprafete de decizie sunt generate de functiile g (x) : R — R
unde gi(x) = — gu(x), (V)x € R?. Suprafata de decizie corespunzatoare claselor 4 si A, are ecuatia
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gre(x) = 0, punctele clasei A se afld de partea pozitiva a suprafetei. Regula de decizie/afectare este:
[x € 4] & [gie (x) > 0] (V) € [1, q], £ # k. Regiunea de decizie R, corespunzitoare clasei 4, este
Ri=1{x e R’ | gu(x) >0,(V) € [1,q], t+k}.

3. Exista ¢ functii de decizie. Regula de decizie este: [x € Ax] < [gu(x) > gi(x)], (V) #k,
k € [1, q]. Regiunea de decizie R este: Ry = {x € R” | gi(x) > gi(x), (V)C £k }, k € [, q]. Suprafata
de decizie dintre clasele 4y si A, este datd de ecuatia: gi(x) = gr(x), (V)x € R, (V)k, € € [1, q], (k.
Obiectele clasei 4y se afla de partea pozitiva a suprafetei de separare.

Pentru prospectorul de date de o mare importantd practica este cazul claselor liniar separabile.
Functiile afine de decizie pot fi transformate 1n functii liniare de decizie.

Daca g, este functia liniard de decizie corespunzand clasei 4; atunci, in conformitate cu cazul 3

de separabilitate, un obiect x este atasat clasei 4 dacd g(x) > gi(x) (V)¢ € [I, q], € # k. In cazul 3
de separabilitate regiunile de decizie pot fi marginite de hiperplane sau de portiuni de hiperplane.
Clasarea, prin minimizarea unei functii criteriu, conduce la o clasa de functii discriminante liniare.
Functia criteriu luatd n consideratie este distanta d de la vectorii caracteristicd la prototipurile
claselor. Un vector x este atasat acelei clase A, de al carei prototip g, vectorul x este mai aproape,
adica: [d(x, gr) = ming d(x, g¢)] — [x € Ai].

O clasificare echivalenta se obtine considerand functia de decizie g, : R” — R data de formula
ai(x) = xX'gr — (I/2)g"wgx. Functia g, este o functie afind de decizie si regula de decizie devine

[g(x) = max,; gilx)] — [x € Ai]. Hiperplanul de separare este ortogonal pe dreapta ce uneste
prototipurile claselor, pe care o intersecteazd intr-un punct situat la jumatatea distantei dintre
prototipuri. Functia discriminantd cu distantd minima este adecvata pentru cazurile cdnd punctele
unei clase tind sd se aglomereze in vecinatatea unui punct prototip, formand un nor (cluster) de
puncte.

Metode probabiliste. in abordarea probabilista, metodele de clasare sunt dedicate aspectului
inferential al analizei discriminante.

Fie (2, K, p ) un camp de probabilitate. Probabilitatea conditionatd a evenimentului A€ ¥
relativ la evenimentul Be K cu p(B) > 0, este pg: K— R cu pp(A) = AA|B) = (ANB)/ AB).

Daca {4i}ic; < Kk formeazd un sistem complet de evenimente atunci are loc urmatoarea
egalitate (formula lui Bayes a probabilitatii cauzelor):

A4i|B) = A4iNB)/ AB) = AA)ABNA)/ (AA)AB)) = A4i) p (BIA)/ 2i p (4i) p (B4,
unde { p(4;)} sunt probabilitatile a priori si { p (B|4;)} probabilitatile a posteriori.

Functia de repartitie a variabilei aleatoare X conditionatd de evenimentul 4K cu p (4) > 0 este
functia F,: R — [0, 1], F4(x) = F(x|4) = p (X<x|4).

Densitatea de repartitie a variabilei aleatoare X conditionata de evenimentul A€ K cu p(4) > 0
este functia f(+|4) : R — R pentru care F(x|4) = _.J* fit| A) dt.

De asemenea: f{x|4) = F'(x|4) aproape peste tot; p (A|X=x) = p (A)fx|4)/f(x).

In termenii teoriei statistice a deciziei problema de discriminare se formuleaza astfel:

Dandu-se,

e m grupe (sau populatii), {II;}"; , specificate prin distributiile lor de probabilitate
pi(x) = p(X=x|xelly) cu k= 1+ m;

e m probabilititi a priori {gz}" s, ca un individ sa provind din populatiile 77;, formand un
sistem complet de probabilitati ( >."i=; qx = 1);

e £c R’ spatiul observatiilor asupra a p variabile aleatoare
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X = {X"\?; (predictori);
o  {C(lk)}"kj=1, costurile erorilor de clasare (costul clasarii unui individ, provenind din
populatia /7, in populatia I7; , j # k );
sa se gaseascd o partitie P a spatiului & astfel incat Y "i—; qu)"j=1, jx CGlO)AjIk, P) sa fie
minima, unde:
P= {Rk}mk:humk:ﬂ?kZ £, kaléjzg (V)k,]: 1 —m,]?fk
{ pGlk, P =i pr(0)dx}" =" k=14 } sunt probabilititile de eroare pentru partitia 7.
Regula Bayes pentru distributii cunoscute. Se presupun cunoscute probabilititile a priori
{qi}™ =1 si distributiile de probabilitate {p;}" ;.
Fie Y = {k}"™-; multimea etichetelor claselor si fie py(€) = X"i—; quow(€) distributia de
probabilitate pe Y, unde Jx(¢) este functia Dirac (dx(€) = I daca £ = k si ox(£) = 0 1n rest):
e se numeste plasator o functie ¢ : & — Y ce estimeaza clasa lui x, dupad ce x € £ a fost
observat c(x) = ¢;
e probabilitatea de misclasare pentru clasa k este: pmc(k) = p[{c(x) £k |{x € II;}}];

e functia de pierdere discretd pentru plasatorul ¢ fatd de clasa k este notata cu fpd(c(x), k);

e riscul functional al plasatorului c este

rfic) = M[fpd(c(x), K] = Y"1 qipme() = Y"1 X" w14 iy Pi(xX)dx

deoarece, distributia de probabilitate pe & x Y este, din constructie, u(x, k) = qx P ¢x(X)
unde cu €(x) € Y s-a notat clasa lui x;

e daca se considera costurile misclasarii {C(j|k)}"x;-; egale cu I atunci un plasator va fi
optim dacd minimizeaza rf(c) = Y" k=1 qx )" =1z C(j|k)Ajlk, P) adicd exact functionala din
enuntul problemei de clasare;

e dacd X = x probabilitatea a posteriori a clasei k este p(klx)=qi pi(x)/ " i=1 qx P(X)).

Partitia lui & care minimizeaza riscul functional 7f(c) este P = { R;}"i—; , unde regiunile de
decizie Ry = { x € €| X" jpjux 4 P1(X) < X" imtjze qj P(x), (V)L€[1, m], {#k } sunt numite regiuni de
decizie Bayes si se Inscriu in cazul 3 de separabilitate.

Daca p(j|x) = max;<<m Ak|x) atunci plasatorul care minimizeaza riscul functional este notat cu
cp(x). Plasatorul cp(x) se numeste plasator Bayes, riscul functional pe care acesta il minimizeaza se

numeste risc (sau eroare) Bayes, iar partitia P, care determind §i este determinatd de plasatorul
Bayes, se numeste procedurd de discriminare (sau clasare) bayesiand. Rezultatul fundamental al

analizei discriminante probabiliste clasice este: daca A(pj(x)/ pdx))=b|xell})=0, (V)j, k, =1+ m,
C+#jsi 0<b <o, atunci clasa procedurilor bayesiene este minimala si completa.

Regula Bayes pentru distributii cunoscute permite sa se construiasca o procedura de clasare cu
proprietati de optimalitate dar aplicabilitatea practica directd este redusd deoarece, in realitate, cel
putin distributiile { px}"-; nu se cunosc.

Regula de decizie Bayes cu parametrii cunoscuti. Se considera m = 2, cazul a doud populatii
normale, multidimensionale {IYk}z,F ; caracterizate de densitatile de probabilitate:

pux) = (1/(Crf? V")) expl(~1/2)x — w) V' (x — )], adicd [Xell]—[X ~ N, V)],
unde p; € M, (R) este vectorul medie si V' € M,,(R) este matricea de variantd-covarianta:

e regiunea de clasificare in I7;, si anume R;, este multimea punctelor x € R’ pentru care
raportul densitatilor p ;(x) / p 2(x) > ¢, cu ¢ o constantd convenabil aleasd. Conditia de

definire a lui &; revine la: fx) = x'V " (u;— o)+ (~1/2)(pr+ p2)' V(i — pz) > In c;
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o daci {II;}*=; sunt populatii multidimensionale, normal distribuite, de medie g; si cu
matricea V de variantd-covariantd, comund, atunci cele mai bune regiuni de clasificare sunt
datede: R;=Ax)>Inc siR,= fix) <Inc;

e daca probabilitatile a priorice ¢; si ¢, sunt cunoscute, atunci constanta ¢ este data de relatia
c=q,C(112) / q¢;C(2|I). Daca q;= g, 51 C(1|2) = C(2|1) atunci suprafata de separare a celor
doua regiuni este hiperplanul H: (g; — g2)'(x — (1/2)(g; + g2)) = 0, unde g, = V' u; este
prototipul populatiei /7 iar clasificatorul obtinut este un clasificator cu distanta minima;

e daci probabilitatile a priorice nu sunt cunoscute atunci constanta C = /n ¢ va fi aleasa astfel
incat C(112)(I-d((C + (12)a) /[ a 1)) = CCIINDP(C~(1/2)a)/ W a1)), unde C(k]j) sunt cele
doua costuri ale misclasirii, a = (u;— p2)'V '(u; — ) este distanta Mahalanobis dintre cele
doua populatii iar @(x) = _oJ* (Al 2z [)e?®dt cu o(f) = —(£/2), este functia de repartitie a
variabilei aleatoare Gauss-Laplace.

Regula de decizie Bayes cu parametrii necunoscuti. In cazul 1n care probabilitatile a priori nu
sunt cunoscute, se genereaza o clasd de proceduri admisibile pe baza de estimatii.

Dacd x;”, ..., x,? e N, V), i € {1, 2} sunt doud selectii bernoulliene atunci estimatorii

X = (1/m) X" XY si (n=1) + (na=1)S = (n1+ ny— 2)8 = ¥y 3" 1(x?; — %)(xY; — X3)' sunt
estimatori nedeplasati, de verosimilitate maxima, ai lui g;, si V. Pentru selectii suficient de mari
folosirea estimatiilor in locul valorilor exacte implica erori mici.

Substituind parametrii estimati in relatiile de definitie ale regiunilor de decizie se obtine:
Ry =fx)>Incsi R, = Ax) <In c, unde F(x) =x'S ' (x - xD)-(12)( 2P+ xD) s (x V- %P,

Daca se doreste clasificarea selectiilor reunite ca un tot se utilizeaza urmatorii estimatori:
n=nrtnz, X= ()Y i-m, [x; € V[ x; € I1:]; (ny +nz +n— 3)§= 5+ X1 (= X)(x—x)".

Ry=(X—(1/2)( X+ %2))'S (X, — %) > c.

Prospectorul de date poate obtine diverse particularizari ale regiunilor de decizie Bayes pentru
diverse valori privind numarul m de populatii si numarul p de variabile sau pentru diversi
estimatori de verosimilitate maxima definiti in cadrul unor ipoteze compozite.

Estimare bayesiana. In abordarile anterioare (frecventiste) s-a presupus o selectie aleatoare
dintr-o populatie avand densitatea de probabilitate fix; #) cu x € X si 8 € @ . O procedura de
inferenta frecventista depinde de functia de verosimilitate L(6) = []["=; flxi; ), unde 6 este
necunoscut dar fixat.

In demersul bayesian se presupune, a priori, cd parametrul necunoscut § este o variabila
aleatoare avand o distributie de probabilitate proprie pe spatiul @ al parametrilor, notatd /(6) si
numita distributia a priorica a lui 6, f{x; ) devenind f{x|@). Distributia a priorica este, in cazul ideal,
fixata inainte de inceperea culegerii selectiei bernoulliene.

o daca fix|0)h(#), distributia comund a lui x si 6, si m(x) = o Ax|A)A(O)d6, distributia
marginald a lui x, sunt cunoscute, atunci distributia lui & conditionatd de evenimentul X=x

sau distributia a posteriori a lui 0, este: h(0px)=h(0)X=x) = f(x|0)h(0)/ m(x), m(x)>0, xe &,

0€6. 0 ;

e daca 8~ N(m,S) si x~ N(6, V), atunci h(6|x) este densitatea de probabilitate a unei N(y,
Ocuu=SE+WV'x+VS+V'msi C=VS+V)'S;

e daci 6~ N(z, 6°) si x ~ N(6, 6°;), atunci densitatea & posteriori a lui € este: N(u, ¢”), unde
= /o’ +16%) (1/6%s + 116° 1) ! 5i 6° = (679 " )P0+ 0°1) = (1)o7 + 1/6°)) .

Pentru variabila aleatoare X, cu densitatea de probabilitate f{x, ), functia 7 : Q — R se
numeste statistica suficienta pentru 8 < f{ x|7(x) =t¢, 0 ) =A x|T(x) =¢t) (V)t € A C R, adica daca si
numai daca densitatea de probabilitate conditionata a lui X este independenta de 6.
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Fie X = (xj, ..., x,) o selectie bernoulliana asupra unei variabile aleatoare ce depinde de 6 si fie
A= O(T) un estimator a lui 6:

functia de pierdere, estimand @ prin g, este: L(6, 8) = L6, 8(T)) = (O(T) — 6)’;
riscul functional este: R%(0, 8) = M[L*(0, )] =[5 L*(0, () f(1|0)dt;
se numeste risc bayesian: (60, 8) = Jo R®(0, O)h(0)d0;

se numeste estimator bayesian: (6, &) = infycp (0, ), & € B, unde B este clasa
estimatorilor pentru care riscul bayesian este finit;

in cazul functiei de pierdere ,,suma patratelor erorilor” estimatorul bayesian este dat de
relatia: &°(¢) = |o On(6)1)d0 = M[O|T(x) = 1], adicd media distributiei a posteriori /(6|r)
pentru toate valorile posibile observate, t € A.

Fie x;, ..., x, variabile aleatoare independente si identic repartizate N(6, o 1), cu @ necunoscut si
01> 0 dat si fie statistica 7' = (1/n)X";-; x;, care este suficientd pentru 6:

daca distributia a priori a lui 8 pe spatiul ® = R este N(z, 020) cu 7, gpeR dati si g9 > 0,
distributia a posteriori a lui 6, conditionata de observatiile x;, ..., x,, este N(u, 02), unde
u=( (n0’y)/ (n’s + o°1) )T(x) + (671 )/ (nd’y + 1)) 7 si 0" = (079 0°1)/ (nd’y + o)),

daca gy = 0, atunci x4 = 7 indiferent de observatiile efectuate;

daca oy > o; rezulta y = x, cunoasterea mediei a priorice 7 este de importanta redusa;

2 2 - - A < . .o . o ..
raportul a = 6”; / ¢°y masoard increderea a priori ca 7 este o estimare corectd a mediei;

dacd a < oo atunci lim, .o it = lim, . X;
dacad dispersia initiald este micd, media estimata tinde sd ramand in apropierea mediei
initiale 7 chiar dacad media empiricad x diferd considerabil de aceasta;

daca raportul a este mic, atunci media si dispersia a priori au doar o influenta redusa asupra
estimarii parametrilor care sunt determinati aproape exclusiv din datele empirice;

dacd T(x) = t, atunci estimatorul Bayes al mediei unei variabile aleatoare N(u, o°) este:
Oty =05 =(nt/ "1+ nt/ o) (Lo’ + 1/o’p)
pentru cazul multidimensional: 83 = S(S + (I/n)V) " t + (I/n)V(S + (I/n)V) 'm.

Fie X = (xj, ..., x,) o selectie bernoulliana din populatiile /7; si I1>:

dacda X e [1,, atunci densitatea de probabilitate este fi(x|d), 0 € 0, si densitatea a priorica
este h(0), k= {1, 2};

dacd ¢; si ¢, sunt probabilititile a priori ale populatiilor /7;, si II,, probabilitatile a
posteriori sunt: AITJx ) = mu(x)qi / (mu(X)qx + mu(x)qi), unde my(x) = [ox fi(x|0) hi(6) d6,
este densitatea de probabilitate marginala a lui x conditionat de faptul cé provine din 77;;

procedura bayesiand de discriminare este:

x e II; daca p(H1|x)/p(172|x)=(q1/qz)31;(x)21
II, 1n caz contrar

unde Bj,(x) = m;(x)/mx(x), fiind cunoscut ca factorul Bayes al populatiei /7; versus /1, .

6. Masini cu suport vectorial

Masinile cu suport vectorial reprezintd o clasd de algoritmi de instruire destinati, initial,
problemelor de discriminare adica de predictie unei variabile calitative. Ulterior, algoritmii au fost
generalizati pentru a prezice o variabild cantitativd adicd de a gasi o functie de discriminare (sau
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clasificator) a carei capacitate de generalizare (sau calitate a predictiei) sd fie cea mai mare
posibild. Abordarea s-a concentrat pe proprietitile de generalizare (sau de previziune) ale
modelului controlandu-i complexitatea, mai precis, integrand in estimare numarul de parametri, in
acest caz numarul de vectori suport. Ideea de baza al masinilor cu suport vectorial a fost de a
reduce problema discrimindrii la o problema, liniara, de cautare a unui hiperplan optimal:

e prin definirea hiperplanului optimal ca solutie a unei probleme de optimizare cu restrictii,
in care functia obiectiv se exprima numai cu ajutorul produselor scalare intre vectori iar
numarul de restrictii ,,active” (vectorii suport) controleaza complexitatea modelului;

e prin cautarea unor suprafete de separare neliniare;

e prin introducerea unei functii nucleu in produsul scalar inducénd implicit o transformare
neliniara a datelor cétre un spatiu hilbertian, intermediar, de dimensiune mai mare si in care
este rezolvata problema liniara.

Fie Y variabila de explicat, fie X = {)F'}”j:l o variabild explicativdi sau de predictie
multidimensionala si fie ¢ un model pentru Y-

e X={X\”este o variabila cu valori intr-o multime £ R?, x = (x;)"; € &
e Yeste dicotomica, ¢ : E— B, p(x) € B={-1, 1};
e z={(x;, yi)}"=1 este un esantion de marime # si de lege F necunoscuta;

e obiectivul este de a construi o estimare ¢ : & — {—1, I} a lui ¢ astfel incat probabilitatea

Ap(X) £ Y) sa fie minima.

Problema revine la a cauta o frontierd de decizie in spatiul & pentru valorile lui X si la a gasi un
compromis intre complexitatea acestei frontiere, respectiv, capacitatea de ajustare a modelului, si
calitatile de generalizare (sau de previziune) ale modelului.

Demersul constd in a gési o functie reald ' al carui semn sa ofere previziunea: ¢ = sign(f).
Eroarea de previziune se exprima prin cantitatea: Ap(X) # ¥) = AYAAX) < 0). Valoarea absolutd a
acestei cantitati, | Yf{X)|, furnizeaza o indicatie privind increderea care poate fi acordatd rezultatului
clasarii. Se spune ca Yf{X) este marja lui f in (X, ¥).

Primul pas este de a transforma valorile lui X, adica obiectele din & prin functia @ - € — H
cu valori intr-un spatiu H, intermediar, inzestrat cu un produs scalar. Aceastd transformare,
fundamentald pentru abordarea SVM, ia in considerare eventuala neliniaritate a problemei de
rezolvat si conduce la rezolvarea unei separiri liniare. In cazul in care @ este functia identitate
(adica in cazul liniar), atunci cind separarea este posibila, dintre toate hiperplanele, solutii de
separare a observatiilor, se alege acela care este situat ,,cel mai departe” de toate exemplele, adica
de marja maximala.

Cu produsul scalar al spatiului A, un hiperplan H este definit prin ecuatia (w, x) + b = 0, unde w
este un vector ortogonal pe hiperplan, w 1 H , iar semnul functiei f{x) = ( w, x ) + b arata de care
parte a hiperplanului este situat punctul x de explicat:

e un punct x este bine clasat < yfix) > /;

e un hiperplan H = (w, b) este un separator daca: y; f{x;) > I (V)i € [1, n];

e distanta de la un punct x la (w, b) este: d(x) = [(w, x) + b|/ =w= = |(x)|/ =w=;
e marja hiperplanului are valoarea 2/ *w*’.

Cautarea hiperplanului separator de marja maximala revine la rezolvarea problemei (primare)
de optimizare cu restrictii: (1/2)min,, *w=> * y((w, x;y + b) > 1 (V)i. Problema duala se obtine prin
introducerea multiplicatorilor Lagrange. Solutia este furnizatd de un punct sa w', b°, 1) al
lagranjianului L(w, b, 1) = (1/2) = w => = Y"1 A (i ((w, x; ) + b) — 1), punctul sa verificAnd
conditiile 2'; [y; (W', x; )+ b)— 11=0 (V)ie[l, n].
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Vectorii suport sunt vectorii x; pentru care restrictia este activd (cele mai aproapiate de
hiperplan) adica verifica: y((w", x;)+b") = 1. Conditiile de anulare a derivatelor partiale permit
exprimarea formulei duale a lagranjianului: W(4) = Y"1 i — (1/2)Y."=1> " =1 Aidyj (Xi, X;). Pentru a
gasi punctul de sa, se maximizeazd W(4), A; > 0 (V)i € [I, n]. Rezolvarea acestei probleme de
optimizare patratica, de dimensiune #, furnizeaza ecuatia hiperplanului optimal:

zni=1 /1*;')/1' = <x7 xi> + b* =0 cu bo = _(1/2)(<W*a SVclasa+1> + <W*, SVclasa*I))-

Pentru o noua observatie x prezentata modelului, este suficient sa se vada semnul expresiei
% * v A . . - . . o . . .
Sx)=Y"12iyi{x,x; ) + b pentru a sti in care semi-spatiu se afla x si deci ce clasa i se va atribui.

Daca observatiile nu sunt separabile printr-un hiperplan atunci se recurge la o ,relaxare” a
restrictiilor introducandu-se termenii de eroare, &, yi{w, x;) + b > 1 — & (V)i € [, n], care
controleaza depasirile. Modelul va oferi un raspuns gresit pentru un vector x; daca valoarea
termenului de eroare corespunzitor este mai mare decat /, & > I. Introducand o penalizare 7 pentru
incalcarea restrictiilor, problema de minimizare se reformuleaza in felul urmator:

min(12) *w=>+ Y & yiw, x)y+b>1-&, (V)i € [1, n).

Problema se formuleazd in aceeasi forma duald ca si in cazul separabilititii cu o singura
diferenta: coeficientii /; sunt marginiti de constanta 7z de control a penalizérii. Din punctul de
vedere al prospectorului de date parametrul z, care controleaza penalizarea, trebuie ,,bine” ales
fiind parametrul care reprezintad compromisul intre o buna ajustare si o buna generalizare. Cu cat el
este mai mare cu atit importanta atribuita ajustarii modelului este mai puternica.

Observatiile facute in multimea & sunt transformate prin aplicatia neliniarda @ : & — H, spatiul
H fiind de dimensiune mai mare si inzestrat cu un produs scalar. Formularea problemei de
minimizare si solutia sa fix) = >"y Ayidx, xy + b implicdi numai elementele x si x’, prin
intermediul produsului scalar {x, x'). Prin urmare, nu ar mai fi necesara explicitarea transformarii
@, ceea ce de multe ori este imposibil, cu conditia de a dispune de o exprimare a produselor
scalare in H cu ajutorul unei functii k : € x &— R, simetrica, numitd nucleu (kernel), astfel incat:
k(x, x") = (®P(x), D(x")). Convenabil ales, nucleul permite materializarea unei notiuni de
»proximitate”, adaptata problemei de discriminare si structurii sale de date. Pentru construirea de
functii nucleu se recurge la combinari ale unor nuclee simple liniare k(x', x") = (x', x"), polinomiale
K(x', x") = (c + (x', x")) sau gaussiene k(x', x") = ¢ **" unde a(x’, x") = * x' —x" *?/ 26°, pentru
a se obtine nuclee mai complexe (multidimensionale) asociate cu situatia intdlnitd. Pentru
prospectorul de date, o mare flexibilitate in definirea nucleelor, care sd permitd definirea unor
notiuni adecvate de similitudine, confera mai multa eficacitate acestei abordari cu conditia, desigur,
de a construi §i a testa un nucleu ,bun”. Rezultd, din nou, importanta unei evaluari corecte a
erorilor de previziune, de exemplu, prin validare Incrucisata.

7. Metode conexioniste

O retea neuronald este asocierea intr-un graf, mai mult sau mai putin complex, a neuronilor
formali. Neuronul formal este un model al neuronului biologic, se caracterizeaza prin: stari interne,
s € S, semnale de intrare {x; }’.;, functia de tranzitie a starilor s = A(xy,... ,x,) = A Gy + 2T i=15x)).
Valorile coeficientilor {/}}’j-y sunt estimate intr-o faza de instruire si constituie ,,memoria” sau
»cunoasterea distribuitd” a retelei, coeficientul £, este numit bias al neuronului. Retelele neuronale
sunt caracterizate prin organizarea grafului (in straturi), prin numarul de neuroni si prin tipul
neuronilor, respectiv, functiile lor de tranzitie. Perceptronul multistrat este o retea formatd din
straturi succesive de neuroni formali; stratul este un set de neuroni fara nici-o legéturd intre ei;
stratul de intrare citeste semnalele {x;}”;-; de intrare §i contine cate un neuron pentru fiecare intrare
xj; unul sau mai multe straturi ascunse participa la transfer, un neuron al unui strat ascuns este
conectat la intrare cu fiecare dintre neuronii stratului precedent si la iesire cu fiecare neuron al
stratului urmator; stratul de iesire furnizeaza raspunsul sistemului. Un perceptron multistrat
realizeaza o transformare y = ¢(x;, . . . , xp; B) unde B este vectorul contindnd parametrii Sy,
corespunzatori intrarii j a neuronului k£ din stratul ¢; stratul de intrare (£ = () nu este parametrizat
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pentru ca nu face altceva decat s distribuie intrarile in neuronii din stratul urmator.

Intrarile retelei {x; }”;;, sunt variabilele explicative ale modelului, iesirea y este variabila de
explicat (dependentd sau tintd) iar £, vectorul ponderilor intrarilor in fiecare neuron al retelei,
reprezintd parametrii de estimat in urma unui proces de instruire.

Pentru un esantion de instruire {(x';, . . . , ¥; ; y;)}"=1 construit din n observatii asupra a p
variabile explicative {X'}”.; si a unei variabile de explicat ¥, instruirea constd in estimarea
vectorului de parametri frezolvand o problema a celor mai mici patrate:

B = miny O(b), * O(b) = (V)Y s(vi— (X' ., x5 (b))

Algoritmul de optimizare cel mai utilizat este un algoritm de retropropagare (propagare
inversd) a gradientului bazat pe faptul ca in orice punct b vectorul gradient al lui Q este orientat in
directia de crestere a erorii §i deci pentru a-1 descreste pe O este suficientd o deplasare in sens
contrar. Pornind de la erorile observate pe iesiri, formula retropropagarii erorii furnizeaza expresia
erorii atribuite fiecarei intrari, de la stratul de iesire citre stratul de intrare. Proprietatile acestui
algoritm implicd o convergentd aproape sigura, probabilitatea de atingere a unei precizii dorite
(fixate a priori) tinde catre / atunci cand dimensiunea esantionului de instruire tinde catre infinit.

In practica, prospectorul de date se confruntd cu o serie de optiuni privind, in principal,
controlul suprainstruirii: alegerea unor parametri ( limitarea numarului de neuroni, limitarea duratei
de instruire, cresterea coeficientului de penalizare a normei parametrilor); alegerea modului de
estimare a erorii (pe esantionul de test sau validare incrucisata).

8. Metoda segmentarii

Metoda segmentarii este o metoda complementara de rezolvare a problemelor de discriminare si
de regresie prin impartirea progresiva a esantionului de observatii intr-un arbore de decizie binara.

Fie y variabila privilegiatd, discretd, cu ¢ modalitati, {k}%,—;, care este explicatd prin variabilele,
cantitative sau calitative, {X'}*;-;, si fie {x; ; yi)}"i=s = {{¥i}’=1; ¥i)}"=1 esantionul observatiilor,
unde Yi € {k}qk:I.

Metoda de segmentare constd, mai intdi, in a cauta variabila X care, explica ,,cel mai bine”
variabila y si defineste o impartire a esantionului in doua submultimi de indivizi, numite segmente
sau noduri. Apoi, se reitereaza procedeul cautdndu-se cea mai buna variabild in interiorul fiecaruia
dintre cele doud segmente definite, s.a.m.d. Prin impartirea succesiva a esantionului in cate doua
submultimi rezultd un arbore de decizie binara in care se disting: segmente intermediare, segmente
terminale, ramuri ale unui segment, arborele binar complet, 4,4, $i subarbori. Efectuarea diviziunii
unui nod se face astfel incat cele doud segmente descendente sa fie mai omogene decat nodul
parinte si cat mai diferite intre ele fatd de variabila.

Fazele de construire ale arborelui de decizie binara sunt: stabilirea, pentru fiecare nod, a
multimii diviziunilor admisibile; definirea unui criteriu de selectionare a ,,celei mai bune” diviziuni
a fiecdrui nod; definirea unei reguli care sd permitd declararea unui nod ca terminal sau
intermediar; afectarea fiecarui nod terminal unei clase; estimarea riscului de misclasare.

Initial, existd un singur segment continand tot1 indivizii x; , i = I + n. Sunt examinate,
secvential, toate variabilele explicative X', j = I = p. In functie de natura fiecarei variabile ¥/
(continua sau discretd) se definesc toate diviziunile posibile. O diviziune posibila este admisibila
dacd segmentele descendente sunt nevide. Dintre toate diviziunile admisibile &,,, unde m reprezinta
a m-a diviziune (sau a m-a valoare ordonata a variabilei din esantion), este selectionata diviziunea
& ,,cea mai bund” in sensul unui criteriu de impuritate. Astfel, pentru fiecare din cele p variabile, se
obtine diviziunea optima ,,locald” J si, in final, din cele p diviziuni se va retine diviziunea 0, care
va furniza cele doud segmente ,,cele mai caracteristice” vis-a-vis de y. Procedeul se aplicd iterativ
fiecarui segment descendent obtinut si se opreste cand toate segmentele sunt declarate terminale.
Afectarea unui individ nou se face prin ,,coborarea” lui pe ramurile arborelui.

Fie p(r|a) probabilitatea conditionata de apartenenta la grupul G,, r € {1, 2, ..., ¢} a multimii
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observatiilor din nodul a. Impuritatea unui nod, a, este o functie nenegativa de { Arla)}?.;, care
verifica urmatoarele conditii: este maximald cand probabilitatile de apartenenta la diferite grupuri

sunt egale intre ele: A(rja) = I, (V)r; este nuld dacad nodul contine observatii apartinand unui singur
grup: Arla) = 1 si p(s|la) = 0, (V)r,s s # r; este o functie simetrica de probabilitatile A(r|a). Functiile
de impuritate, cele mai des utilizate, sunt: 1(a) = —Y?—; Arla) In(Arla)), functie derivata din
notiunea de entropie Shannon si indicele de diversitate Gini j(a) = —) s A¥|a) As|a).

Fie 0 o diviziune admisibila care Tmparte/divide nodul a in segmentele ¢ si #; cu probabilititile:
o = ptla) = Aty) / Aa) si respectiv py = A ta ) = Aty) / Aa). Reducerea impuritatii nodului a
datorata diviziunii 0 este definita prin expresia : 4;(0, a) = i(a) — ps i(t;) — p4 i(ty). Orice diviziune, 0,
a unui nod, @, duce la o reducere pozitivda sau nuld a impuritatii. Cea mai ,,bund” diviziune este
J= argmaxmeqj A (6’,,,, ?) adica aceea pentru care reducerea 1mpur1tat11 este maxima, unde J este
multimea diviziunilor admisibile ale variabilei ¥. Pe multimea {X/}” 1, a variabilelor explicative,
diviziunea nodului  este efectuata cu ajutorul variabilei ¥ care asigura 0 = max <, 4,{6’ }.

In procesul de construire a lui 4, este posibil ca toate nodurile terminale, a, ale arborelui
curent, 4, sa fie afectate unuia din cele ¢ grupuri (sau clase). Fiecarei erori de clasare i se asociaza

un pret de misclasare y(s/r), s, r=1, 2, ..., q costul misclasarii fiind 2¢,—; y(s/r) p(r|a).

Un nod a va fi asignat acelei clase § pentru care § = minj<y 2.%=; y(s/r)Arla). Dacd minimul
este atins pentru cel putin doud clase atunci nodul este afectat arbitrar uneia dintre aceste clase.
Daca y(s/r) = 1, (V)s # r si p(s/s) = 0, (V)s, atunci nodul va fi asignat clasei cu cei mai multi
reprezentanti in ea.

Costul misclasarii unei observatii apartindnd nodului a este: c(a) = mini<,<y 2-=1 Y(s/r)Arla).
Costul misclasarii datorat nodului a, este C(a) = c(a)p(a), unde p(a) este probabilitatea nodului.

Riscul erorii de afectare datorat arborelui 4: rea(A) = Zucd C(a) = Xy Lacds) 2r Y(5/7) Arla) pr
= 2 2 s/r)(ng /n), unde A este multimea nodurilor terminale ale lui 4, 4(s) este multimea

nodurilor terminale ale lui 4 asignate clasei s, p, este probabilitatea a priori ca un nod sd provina
din clasa 7, n, este numarul de indivizi din clasa 7 clasati in clasa s, s # 7.

Un subarbore al lui 4,,,, este optimal (,,cel mai bun”) dacd numarul de segmente terminale
continute si riscul erorii de afectare sunt minime si, in plus, furnizeaza o estimatie corecta a erorii
teoretice de clasare. Pentru selectia subarborelui optimal se imparte esantionul initial intr-un
esantion de instruire i un esantion de testare. Pornind de la esantionul de instruire se construieste
arborele A4,,,.. Operatia de ,,tundere” a arborelui 4,,,, constd in construirea unui sir optimal Ay, ...,
Ap, ..., A7 de subarbori inclusi, unde 4y este 4,4, As €ste subarborele cu & segmente terminale, 4;
este esantionul total. Fiecare subarbore A, din acest sir este optimal, in sensul ci eroarea aparenta a
subarborelui este minimald printre toti subarborii avand acelagi numar de segmente terminale,
ea(An) = mingcsy ea(4), unde S, este multimea subarborilor lui 4,,, cu & segmente terminale. Se
selecteaza din sirul de arbori optimali subarborele 4 cu eroarea teoretici minima dati de relatia:
et(A ) = mzn1<;,<H et(Ay). Eroarea teoretica se estimeaza dupa formula é#(A) = D req R,, unde avem:
R.= (i, / i) x §,, 7i este Volumul esantionului de test, 7i, este numarul de indivizi din esantionul de
test apartinind segmentului 7, §°, este dispersia de selectie a variabilei y in interiorul segmentului ¢,

= (1/7) X"=; (v;—¥), y este media de selectie in interiorul segmentului 7, |¢|=card(t).

Desi cea mai buni diviziune, 0, a unui nod este cea care asigurd cea mai mare reducere a
dispersiei reziduale (sau a impurititii), prin trecerea de la acel nod la segmentele descendente,
prospectorul de date poate utiliza si alte diviziuni (echi-reductive, echi-divizante), aproximativ la
fel de bune, dar foarte importante la nivelul interpretarii.

9. Metode de agregare a modelelor

Agregarea (sau combinarea) unui numar mare de modele permite ameliorarea ajustarii
modelelor evitandu-se, totodata, supraajustarea acestora si se bazeaza pe doua tipuri de strategii de
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agregare: aleatoare (bagging) si adaptive (boosting).

Strategii aleatoare. Principiul bagging-ului se bazeaza pe faptul ca medierea previziunilor mai
multor modele independente permite reducerea variantei si deci reducerea erorii de previziune.

Fie Y variabila de explicat, cantitativd sau calitativa cu modalititile 7 =/+¢, fie X={X}” i1
variabilele explicative, fie p(X) un model functie de X si fie z = {(x;, y;)}"i; un esantion de lege F.
Speranta, M), a unui estimator ¢, definit pe esantionul z, este un estimator fara bias, de varianta
nula.

Se considera K esantioane independente, notate {z,}*.;, si se construieste familia de modele
{¢zk}Kk=I~
Estimarea medie va fi:

N M(9) = (1 / K)Y* =1 9(*), dacd variabila de explicat Y este cantitativa
ox(*)=

argmax <r<q (k| gu(®) =17, = 1+ K}, dacd Y este calitativa

In primul caz, estimarea medie este media rezultatelor obtinute pentru modelele asociate
fiecarui esantion. in al doilea caz, a fost constituit un ,,comitet de modele” pentru a vota si a alege
raspunsul cel mai probabil. Cand modelul returneaza probabilitati, asociate cu fiecare modalitate 7
sau cu fiecare arbore de decizie, se calculeazd mediile acestor probabilitati.

Practic, cele K esantioane independente, z,, ar necesita, in general, prea multe date si ele sunt
inlocuite prin K esantioane bootsrap , z#,, obtinute, fiecare, prin n extrageri cu inlocuire conform
legii empirice F. In fiecare iteratie x (x = I + K), se extrage esantionul bootstrap, 77 si se
calculeaza @, ,(x) pe acest esantion. In final, dupa cum variabila de explicat Y este cantitativi sau
calitativa, estimarea medie este sau media estimarilor sau rezultatul votului.

Paduri aleatoare. Pentru metoda segmentdrii o Tmbunatatire a bagging-ului se poate obtine
prin adaugarea unei randomizari. Obiectivul este de mari independenta arborilor de agregare prin
interventia hazardului in alegerea variabilelor implicate in modele. In fiecare iteratie x (x = I + K):
se extrage un esantion bootstrap z # si se estimeaza un arbore pe z # prin randomizarea variabilelor
(cautarea fiecarui nod optimal este precedatd de selectia aleatoare a unei submultimi de q < p
predictori). In final, gg(x) = (1/K)YX* s @ . (x) sau gx(x) = rezultatul votului. Fata de bagging, in
cazul ,,padurilor aleatoare” (Random Forest), strategia de taiere poate fi mai simpla limitdndu-se la
arbori de mirimi, q, relativ reduse (chiar triviale: g = 2). Intr-adevar, doar cu bagging arborii
limitati la o singurd ramificatie riscd s fie foarte asemandtori (puternic corelati) implicand,
aceleasi, citeva variabile care apar ca fiind cele mai explicative. In fiecare etapa de constructie a
unui arbore, selectarea aleatoare a unui numar redus de predictori potentiali creste semnificativ
variabilitatea avand in mod necesar alte variabile. Fiecare model de bazi este in mod evident mai
putin eficient dar agregarea duce in cele din urma la rezultate bune. Numarul de variabile extrase
aleator nu este un parametru sensibil fapt pentru care Breiman (2001) sugereaza alegerea implicita
g = p. Evaluarea iterativa a erorii out-of-bag previne o eventuald supraajustare daca aceasta tinde
sd se degradeze. Ca la toate modelele construite prin agregare (sau ,.cutie neagra”), pentru
prospectorul de date nu exista nici o interpretare directd. Informatiile relevante sunt obtinute prin
calcul si prin reprezentarea grafica a unor indici, proportionali cu importanta fiecarei variabile din
modelul agregat adica cu participarea acesteia la regresie sau discriminare. Aceste informatii sunt
cu atdt mai utile cu cat variabilele sunt mai numeroase. Pentru a evalua importanta unei variabile
prospectorul de date utilizeaza criterii precum: frecventa cu care apare fiecare variabild in arborii
padurii, MDA (Mean Decrease Accuracy) sau MDG (Mean Decrease Gini).

Strategii adaptive. Boosting-ul adopta acelasi principiu general ca si bagging-ul: construirea
unei familii de modele care sa fie agregate prin o medie ponderatd a estimarilor sau a unui vot. El
diferd net de bagging in ceeace priveste modul de construire a familiei care, de aceastd data, este
recurent: fiecare model este o versiune adaptiva a precedentului acordand, iIn momentul estimarii
urmatoare, o pondere mai mare observatiilor prost ajustate sau prost previzionate. Intuitiv, acest
algoritm 1si concentreaza eforturile asupra observatiilor celor mai dificil de ajustat
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astfel Incat combinarea ansamblului de modele permite evitarea supraajustarii.

Pentru exemplificare se considera problema de discriminare in doud clase si fie d functia de
discriminare cu valori in {-/, /}. Pentru estimarea primului model ponderile w; ale fiecarei
observatii sunt initializate la //n, in continuare aceste ponderi evolueaza la fiecare iteratie adica
pentru fiecare noud estimare. Importanta, w;, a unei observatii rimane neschimbata daca observatia
este bine clasata, dacd observatia nu este bine clasata w; creste proportional cu deficitul de ajustare
al modelului. Agregarea finali a previziunilor, Y*.; c.J.(x), este o combinatie ponderati a
calitatilor de ajustare ale fiecarui model. Valoarea absolutad a sa, numitd marje, este proportionala
cu increderea care poate fi acordatd semnului sau care furnizeaza rezultatul previziunii.

Fie z = {(x;, »))}"i=1 un esantion si x individul de previzionat. Se initializeaza w;, vectorul de
ponderi: w;; = I/n. In fiecare iteratie x (x = I + K): mai inti se estimezi d, pe esantionul z, (z
ponderat cu w,); apoi se considera vectorul Q, = {QOx,i}"; , unde Qk,i este un indice de misclasare
(Ox,i = 1 daca d,(x;) # y; si Ox,i = 0 dacad J,(x;) = y;) cu ajutorul caruia se estimeaza eroarea de
previziune & = (3."i-; wi Ox,i) / (3" =1 wi); se calculeaza ¢, = log( (I- &) / é&pp); se calculeaza noile
ponderi: Wyiy; = Wy; exp[—c,Oxk,il,i= 1+ n. In final, rezultatul este: Pxl(x) = sign [ZK,F 1Ce 0(X)].

Principiile bagging-ului sau boosting-ului se pot aplica la orice metoda de modelare dar nu sunt
interesante si nu reduc sensibil eroarea de previziune decat in cazul modelelor instabile deci, mai
degraba, neliniare. Astfel, pentru prospectorul de date, utilizarea acestor algoritmi nu are nici un
sens cu regresia multiliniara sau cu analiza discriminanta. Ei pot fi foarte utili in asociere cu arborii
binari ca modele de baza.

10. Concluzii

Practica de a obtine din date cunostinte valoroase §i utile pentru sustinerea activitatilor
decizionale, denumita tot mai frecvent data science, este in continua si rapida dezvoltare pentru a
face fata provocarilor de prelucrare a seturilor uriase de date (structurate, nestructurate sau semi-
structurate generate de dispozitive inteligente, telefoane mobile, web, mass-media sau retele
sociale), big data.

Informatica decizionald utilizeaza statistica descriptivd, pentru date cu mare densitate in
informatie, pentru a masura fenomene, a detecta tendinte, etc. in timp ce big data utilizeaza
statistica inferentiald, pentru date cu slaba densitate in informatie, ale caror volume, foarte mari,
permit inferente ale legilor conferindu-le capacitati predictive (cu limitele acestor inferente).

Pentru prospectarea datelor si interpretarea rezultatelor data scientist, specializat de obicei pe
un anumit domeniu (marketing, medicind, securitate, frauda, finante, etc.), se bazeaza pe expertize
din statistica, instruire, optimizare, procesare de semnale, regasire de informatii sau procesare a
limbajului natural.

Avéand o pregitire de baza in matematica §i statisticd, noul data scientist poate privi cu
senindtate sosirea valului sau tsunami-ului Big Data.

Activitatea informatica din amonte (permanent reinnoitd de evolutia rapida a tehnologiilor) este
importantd, pentru a stoca datele si a face executabile metodele dar, conceptual, matematica
necesard modelelor respective a luat deja in considerare marimi si dimensiuni infinite in spatii
hilbertiene.

Inzestrat cu acest ,,instrumentar” durabil, data scientist poate deci aborda si sustine, cu sanse de
succes, cercetarile emergente.
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